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摘　 要： 针对轴承故障诊断模型输入信息单一，且变负载、噪声工况下诊断精度受限的问题，提出一种多尺度卷积神经网络结

合自注意力特征融合机制（ＳＡ－ＭＣＮＮ）的故障诊断方法。 该方法首先使用不同核大小的卷积层并行提取振动信号的多尺度

信息后，采用自注意力特征融合机制，为并行的多尺度特征加权融合；最后根据融合后的特征，区分轴承的健康状态。 实验结

果表明，与其它故障诊断模型相比，ＳＡ－ＭＣＮＮ 模型能够根据多尺度信息有效捕捉高质量的状态特征，在跨负载工况和噪声

工况下表现出强鲁棒性。
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０　 引　 言

在智能制造、工业大数据和工业 ４．０ 集成创新

的推动下，现代工业正在经历一场从传统制造业到

智能制造业的新革命，智能故障诊断也随着现代工

业的发展而活跃于多个应用领域中［１］。 传统的智

能故障诊断方法，如支持向量机（ＳＶＭ） ［２］、神经网

络（ＭＬＰ） ［３］ 等，依赖于专业知识和特征选取，且受

限于模型浅层结构，已不能满足高精度的现代故障

诊断要求。 近年来，深度学习［４］ 因其强大的深度特

征提取能力，为机械智能故障诊断提供了全新的解

决方法。
常见的深度学习方法主要包括：卷积神经网络

（ＣＮＮ） ［５］、 自 编 码 器 （ ＡＥ ） ［６］、 深 度 置 信 网 络

（ＤＢＮ） ［７］等。 各种研究证明，这些深度学习模型在

机器健康监测应用中已经获得一定成果。 然而，在
实际工业环境中，采集到的信号通常包含各种干扰

和非平稳状态，使得故障诊断模型难以达到理想的

诊断精度。 为克服外界干扰，提高非平稳工况下模

型的诊断性能，目前基于深度学习的故障诊断方法

主要分为增强模型输入和复杂化模型结构两个方

向。 Ｃｈｅｎｇ 等人［８］利用局部二进制卷积层代替传统



的卷积层，并将连续小波变换频谱图作为输入，提出

一种连续小波变换－局部二元卷积神经网络（ＣＷＴ－
ＬＢＣＮＮ）的故障诊断模型。 Ｌｏｎｇ 等人［９］采用一种基

于反向传播神经网络（ＢＰＮＮ）和 ｓｏｆｔｍａｘ 分类器改

进的堆叠式自动编码器（ＳＡＥ），对一维振动信号进

行增强，将增强后的数据集转换成二维灰度图像来

训练卷积神经网络（ＣＮＮ）。 Ｓｈａｏ 等人［１０］ 提出一种

基于集成深度自编码器（ＥＤＡＥｓ）的轴承故障诊断

方法，使用含不同激活函数的自编码器无监督学习

信号特征，并设计联合策略进行特征分类。 Ｚｈａｎｇ
等人［１１］ 提出了一种混合注意力改进的残差网络

（ＨＡ－ＲｅｓＮｅｔ），用于风力发电机齿轮箱故障诊断。
ＨＡ－ＲｅｓＮｅｔ 结合通道注意力机制与卷积层改进模

型的非线性特征提取能力，在仿真数据和实测数据

上都表现出优越的性能。
然而，上述的故障诊断方法大多基于信号处理

知识和多种深度学习模型的堆叠。 经过信号处理技

术后的模型输入实际上带入了先验决策，并且过于

复杂的模型堆叠会降低训练速度、耗费大量算力。
考虑到振动信号通常表现出的多尺度特性［１２］，部分

研究人员将其作为一种全新的信号增强方法。 Ｊｉａｎｇ
等人［１３］提出一种多尺度卷积网络（ＭＳＣＮＮ）的齿轮

箱故障诊断方法，以粗粒度信号作为模型的输入，用
于提取多尺度特征。 Ｈｕａｎｇ 等人［１４］ 提出一种改进

的多尺度卷积神经网络（ＭＣ－ＣＮＮ），该网络不仅能

自适应地提取故障特征，而且能融合输入信号的多

尺度信息，增强对来自不同故障状态的信号的区分

能力。 上述提及的 ２ 种多尺度模型，虽然通过计算

信号的粗粒度或是使用不同卷积核大小的卷积层来

实现信号增强，均可以提高模型的诊断精度，但随着

信号采集过程中不可避免的噪声干扰和负载变化的

日益加剧，模型的特征提取能力还有待进一步提高。
近年来，越来越多的研究人员为增强模型特征

学习能力而引入注意力机制。 朱浩等人［１５］ 提出一

种基于注意力机制和 Ｉｎｃｅｐｔｉｏｎ 网络结构的卷积神

经网络，模型在各种工况下都具有强诊断性能。 Ｌｉ
等人［１６］将注意力机制用于轴承智能故障诊断，帮助

网络定位输入的信息数据段，并可视化网络学习到

的诊断知识。 目前，基于自注意力的 Ｔｒａｎｓｆｏｒｍｅｒ［１７］

深层神经网络模型在自然语言处理、甚至整个深度

学习领域上都迅速全面掀起了新热潮。 其中，构成

Ｔｒａｎｓｆｏｒｍｅｒ 模型的自注意力机制引起了广泛关注，
并且已经成功运用于机器视觉领域［１８］。

考虑到多尺度卷积神经网络在机械故障诊断领

域的成功运用，以及当前自注意力机制的迅猛发展，
本文提出一种多尺度卷积神经网络结合自注意力特

征融合机制（ＳＡ－ＭＣＮＮ）的故障诊断方法。 该模型

使用核数成倍的卷积层提取信号的多尺度信息，用
自注意力机制为多尺度特征加权融合，获得能够分

辨故障类型的最终特征。

１　 理论背景

１．１　 卷积模块

一个卷积模块主要包含卷积层、激活函数和池

化层。 其中，卷积层由多个卷积核构成，通过窗口滑

动的方式计算特征映射。 卷积层具有稀疏交互和参

数共享的优点，减少了模型参数的数量。 卷积层的

计算公式为：

ｙｌ ＋１
ｊ ＝ ∑

ｉ
ｘｌ
ｉ∗ｗ ｌ

ｉｊ ＋ ｂｌ ＋１
ｊ （１）

　 　 其中，“∗”为卷积操作； ｘｌ
ｉ 为第 ｌ层第 ｉ个特征；

ｗ ｌ
ｉｊ 为第 ｌ层第 ｊ个卷积核； ｂｌ ＋１

ｊ 为 ｌ到 ｌ ＋ １层的偏置；
ｙｌ ＋１
ｊ 为第 ｌ ＋ １ 层的第 ｊ 个特征层。

激活函数对卷积层的输出进行非线性转换， 常

见的激活函数有 Ｓｉｇｍｏｉｄ、ＲｅＬＵ、Ｔａｎｈ 等。 以 ＲｅＬＵ
函数为例，经过激活函数的特征为：

ａｌ ＋１
ｊ ＝ ｍａｘ（０， ｙｌ ＋１

ｊ ） （２）
　 　 池化层通常位于卷积层后，通过下采样的方式

过滤掉不重要的特征，降低特征维数并减少网络参

数。 最常见的池化为最大池化层，选取每个池化块

的最大值，即：
ｘｌ ＋１
ｊ ＝ ｍａｘ

Ｓ
ｙｌ ＋１
ｊ （３）

　 　 其中， ｘｌ ＋１
ｊ 为 ｌ ＋ １ 层第 ｊ 个最终输出特征，Ｓ 为

池化块的大小。
１．２　 自注意力机制

注意力机制是一种将可用计算资源的分配，偏
向信号中信息量最大部分的手段［１９］。 不仅可以自

动选择被关注部分，还可以自适应增强所关注部分。
自注意力机制是将单个序列的不同位置相关联的注

意力机制，通过关注同一序列中的所有位置，计算序

列中每个位置的响应［２０］。 自注意力机制的原理如

图 １ 所示。
　 　 首先， 单个样本的 Ｎ 个序列［ｘ１，ｘ２，…，ｘＮ］ 通

过自适应线性映射，被转换成 ３ 个长度为 ｄ 的向量

ｑｉ、ｋｉ、ｖｉ（ ｉ ＝ １，…，Ｎ）， 分别将不同序列的 ｑｉ、ｋｉ、ｖｉ

并联，组合成矩阵 Ｑ、Ｋ、Ｖ，根据式（４） 计算矩阵 Ｑ、
Ｋ 的乘积 Ｓ ＝ ［Ｓ１，…，ＳＮ］，Ｓ为Ｎ个序列间的权值集

合； 再根据式 （５） 获取标准化后的权值 Ｓｎ ＝
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［Ｓｎ１，…，ＳｎＮ］
Ｔ。 即：

Ｓ ＝ Ｑ·ＫＴ （４）

Ｓｎ ＝ Ｓ
ｄ

（５）

矩阵乘法

Softmax函数

矩阵标准化

S

Sn

P

矩阵乘法

Z

Q K V

q1 k1 v1 qN kN vN

x1 xN

图 １　 自注意力机制

Ｆｉｇ． １　 Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 然后，使用 Ｓｏｆｔｍａｘ 函数将权值转换成概率形

式 Ｐ ＝ ［Ｐ１，…，ＰＮ］， 其公式分别见式（６）、式（７）：

Ｐ ｉ ＝ Ｓｏｆｔｍａｘ（Ｓｎ） ＝ ｅＳｎｉ

∑
Ｎ

ｉ ＝ １
ｅＳｎｉ

（６）

Ｐ ｉ ＝
ｅＳｎｉ

∑ｅＳｎｉ
（７）

　 　 最后根据式（８）获取加权矩阵 Ｚ：
Ｚ ＝ Ｖ·Ｐ （８）

　 　 整个自注意力过程见式（９）：

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ Ｓｏｆｔｍａｘ（Ｑ·ＫＴ

ｄ
）·Ｖ （９）

２　 基于 ＳＡ－ＭＣＮＮ 的诊断方法

考虑到振动信号的多尺度特性，将本文提出的

ＳＡ－ＭＣＮＮ 网络用于轴承故障诊断。 ＳＡ－ＭＣＮＮ 模

型结构如图 ２ 所示。 其中包含多尺度特征学习、多
尺度特征融合和分类三部分。 对此拟做研究分述如

下。
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图 ２　 ＳＡ－ＭＣＮＮ 网络框架

Ｆｉｇ． ２　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ＳＡ－ＭＣＮＮ

２．１　 多尺度特征提取和学习

不同核大小的卷积层具有不同的频率分辨率，
ＳＡ－ＭＣＮＮ 模型的多尺度信号提取过程依赖于核数

成倍的卷积层。 在 ＳＡ－ＭＣＮＮ 中，第一层均使用核

数较大的卷积层，提取信号不同时间尺度的信息；然
后以并行方式，学习不同时间尺度上的有用故障特

征。 随着网络加深，卷积层的核数不断减小、而通道

数增多，能够获得包含更丰富和互补诊断信息的多

尺度特征。 由图 ２ 可知，ＳＡ－ＭＣＮＮ 的卷积模块中

加入了批量归一化（ＢＮ）层，且网络分支的末端加入

了全局平均池化（ＧＡＰ）层。 ＢＮ 层在整个训练过程

中实现激活值的稳定分布，提高网络的特征学习能

力和泛化能力，ＧＡＰ 层汇总了空间信息，降低最后

输出特征的维度，有效防止网络过拟合发生。
２．２　 多尺度特征融合机制

多尺度特征提取后，如何融合多尺度特征，使得

各个尺度信息互补，对于后续故障类型识别至关重

要。 常见的方法为各个尺度特征串联，再通过全连

接层分类［１３－１４］。 然而不同尺度特征的重要程度不

同，甚至同一尺度特征间各个特征值的重要程度也

不相同。
考虑到自注意力机制能够计算同一序列不同位
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置响应的特性，本文提出一种基于自注意力的特征

融合机制。 多尺度特征融合过程如图 ３ 所示。
首先，将不同尺度的特征重新并联构成一个新

的特征矩阵 Ｆ ＝ ［ ｆ１， ｆ２，…， ｆＮ］，然后分别经过 ３ 个

全连接层获得 Ｑ ＝ ［ｑ１，ｑ２，…，ｑＮ］、Ｋ ＝ ［ｋ１，ｋ２，…，
ｋＮ］ 和 Ｖ ＝ ［ｖ１，ｖ２，…，ｖＮ］ 三个维度相同的矩阵，并
根据式（４） ～ （６） 计算特征的权重系数；根据式（７）
计算加权矩阵，并经过全连接层获得带权重的多尺

度特征矩阵 Ｆ′ ＝ ［ ｆ ′１， ｆ ′２，…， ｆ ′Ｎ］；最后，将加权

后的各尺度特征求和， 获取最终的深度特征 Ｆ^ ＝

∑
Ｎ

ｎ ＝ １
ｆ ′ｎ。

基于自注意力的特征融合机制，能够考虑每个尺

度特征的每个特征值与其它各特征值间的关系，自适

应地为不同尺度特征赋予权重，实现特征跨通道、跨位

置的交互。 特征融合机制能够充分利用特征互

补特性，获取含有分类信息的特征，提高模型的诊断精

度。
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图 ３　 自注意力多尺度特征融合机制

Ｆｉｇ． ３　 Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｕｌｔｉ－ｓｃａｌｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｅｃｈａｎｉｓｍ

２．３　 基于 ＳＡ－ＭＣＮＮ 的故障诊断流程

基于 ＳＡ－ＭＣＮＮ 的轴承故障诊断流程如图 ４ 所

示，其故障诊断步骤如下：

轴承健康状态

训练好的轴承故障诊断模型

反向传播，更新网络参数

训练集前向传播，计算损失函数

构建故障诊断模型，初始化网络参数

测试集训练集

数据集构建

轴承振动信号采集

是否达到
迭代次数

是

否

图 ４　 基于 ＳＡ－ＭＣＮＮ 的轴承故障诊断流程

Ｆｉｇ． ４　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｂｅａｒｉｎｇ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｂａｓｅｄ ｏｎ ＳＡ－ＭＣＮＮ

　 　 步骤 １　 使用传感器采集不同工况、不同健康

状态下的轴承振动信号，将信号截断成单个样本并

打上标签。

步骤 ２　 带有标签的样本被随机分成训练集和

测试集。 训练集用于训练 ＳＡ－ＭＣＮＮ 网络，模型的

损失函数通过梯度反向传播优化模型参数，经过多

次迭代后模型训练完毕。
步骤 ３　 将测试集代入训练好的 ＳＡ－ＭＣＮＮ 模

型中，预测未知轴承的健康状态，并通过已知标签计

算诊断精度，验证模型的有效性。

３　 实验与分析

３．１　 实验数据描述

本文使用美国凯斯西储大学轴承数据集［２１］ 验

证 ＳＡ－ＭＣＮＮ 模型性能。 验证对象为驱动端的轴承

振动 数 据， 轴 承 型 号 为 ＳＫＦ６２０５， 采 样 频 率 为

１２ ｋＨｚ。实验数据包含 ３ 种不同负载工况，轴承健康

状态共有 １０ 类。 其中，电火花加工不同故障程度的

轴承内圈、外圈以及滚动体的单点故障，故障大小为

７ ｍｉｌｓ、 １４ ｍｉｌｓ 和 ２１ ｍｉｌｓ， 分别对应故障 直 径

０．１７７ ８ ｍｍ、０．３５５ ６ ｍｍ 和 ０．５３３ ４ ｍｍ。
考虑到轴承转速和采样频率，为使样本包含轴

承旋转一周以上的信息，本文选取 １ ０２４ 个点为一

０４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



个输入样本。 由于故障信号的长度有限，为获取足

够的样本个数，使用滑动重叠采样方法，针对每一故

障轴承，分别独立获取训练样本 ５００ 个，测试样本

１００ 个。 信号滑动重叠采样方法示意如图 ５ 所示。
根据负载工况的不同， 分别构建数据集 Ａ、Ｂ、Ｃ，各
轴承数据集的描述详见表１。 以数据集 Ａ为例，由负

载为 １ 马力时的轴承训练集和测试集组成。

单个样本

重叠部分

图 ５　 信号滑动重叠采样方法

Ｆｉｇ． ５　 Ｓｉｇｎａｌ ｓｌｉｄｉｎｇ ｏｖｅｒｌａｐ ｓａｍｐｌｉｎｇ ｍｅｔｈｏｄ

表 １　 轴承数据集描述

Ｔａｂ． １　 Ｔｈｅ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｂｅａｒｉｎｇ ｄａｔａｓｅｔ

轴承健康状态 故障大小 ／ ｍｉｌｓ 标签

数据集 Ａ

训练集 测试集
负载 ／
马力

数据集 Ｂ

训练集 测试集
负载 ／
马力

数据集 Ｃ

训练集 测试集
负载 ／
马力

正常 ０ ０ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

内圈故障 ７ １ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

１４ ２ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

２１ ３ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

滚动体故障 ７ ４ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

１４ ５ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

２１ ６ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

外圈故障＠ ６：００ ７ ７ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

１４ ８ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

２１ ９ ５００ １００ １ ５００ １００ ２ ５００ １００ ３

３．２　 模型参数选择

ＳＡ－ＭＣＮＮ 的模型（见图 ２）具有不同尺度大小

的分支，为获取最好的模型性能和节省计算成本，本
节讨论模型的尺度大小和模型深度对诊断精度的影

响。 整个研究过程基于数据集 Ａ， 批量大小为 ５０，
学习率为 ０．００２。
３．２．１　 模型尺度大小影响

振动信号通常表现出多尺度特性，在 ＳＡ －
ＭＣＮＮ 中利用不同核大小的卷积层，提取轴承信号

的多尺度信息。 尺度个数的增多为模型带来更丰富

信息的同时，也会增大网络的复杂程度和训练难度，
造成不必要的计算损失。 本文选择固定模型深度为

２ 层，仅对 １ ～ ４ 个尺度对模型性能影响进行研究。
其中，卷积核大小为 ６４ 及其倍数。 不同尺度大小的

模型诊断精度和训练时间如图 ６ 所示。
　 　 由图 ６ 可知，随着信号尺度的增多，网络的诊断

精度不断提高，但训练时间也在快速增加。 比较单

尺度和多尺度的诊断精度可见，多尺度网络明显优

于传统的卷积网络。 当尺度大小为 ３ 时，模型的诊

断精度达到最高，且训练时长居中。

３．２．２　 模型深度大小影响

随着故障诊断模型的加深、卷积模块的增多，所
提取的特征更加可分。 但是模型加深必然造成模型

复杂化，且容易导致过拟合。 本文在尺度为 ３ 的基

础上，讨论了 １ ～ ３ 层模型深度对模型性能的影响。
不同深度的模型诊断精度和训练时间如图 ７ 所示。
当模型深度为 ３ 时，可以达到 １００％的诊断精度。
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图 ６　 不同信号尺度个数下的诊断精度和训练时间对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ａｎｄ ｔｒａｉｎｉｎｇ ｔｉｍｅ ｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔ ｓｉｇｎａｌ ｓｃａｌｅｓ
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图 ７　 不同卷积层数下的诊断精度和训练时间对比

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ａｎｄ ｔｒａｉｎｉｎｇ ｔｉｍｅ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒｓ

３．３　 ＳＡ－ＭＣＮＮ 模型性能验证

３．３．１　 稳态条件下的模型性能

基于上述模型参数分析，最终确定 ＳＡ－ＭＣＮＮ
模型框架的尺度为 ３、深度为 ３。 详细的 ＳＡ－ＭＣＮＮ
模型参数详见图 ２ 和表 ２。 以数据集 Ａ 为例，整个

模型训练过程的学习曲线和混淆矩阵如图 ８ 所示。
由图 ８ 可见，模型具有很好的性能表现，没有出现过

拟合。 此外，为证明自注意力特征融合机制的优越

性，使用 ｔ－ＳＥＮ［２２］ 方法，可视化 ３ 个尺度的特征和

融合后的特征。 图 ９ 为单一尺度特征分布。 由图 ９
可以看出大部分不同类别的信号特征分布重叠混

乱，使得模型难以诊断信号类别。 而在图 ９（ｄ）中，
融合后的信号特征由于自注意力机制自适应为不同

尺度特征加权，增强与故障类别相关的信号同时抑

制干扰特征，使得不同类别的信号特征完全可分。
表 ２　 ＳＡ－ＭＣＮＮ 模型参数

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ＳＡ－ＭＣＮＮ

编号 尺度 １ 尺度 ２ 尺度 ３

１ 卷积（６４×１＠ １６） 卷积（１２８×１＠ １６） 卷积（１９２×１＠ １６）

２ 最大池化（２） 最大池化（２） 最大池化（２）

３ 卷积（８×１＠ ３２） 卷积（８×１＠ ３２） 卷积（８×１＠ ３２）

４ 最大池化（２） 最大池化（２） 最大池化（２）

５ 卷积（３×１＠ ６４） 卷积（３×１＠ ６４） 卷积（３×１＠ ６４）

６ 最大池化（２） 最大池化（２） 最大池化（２）

７ 全连接层（６４，１０） 全连接层（６４，１０） 全连接层（６４，１０）
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图 ８　 ＳＡ－ＭＣＮＮ 的学习曲线和混淆矩阵

Ｆｉｇ． ８　 Ｔｈｅ ｌｅａｒｎｉｎｇ ｃｕｒｖｅ ａｎｄ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＳＡ－ＭＣＮＮ ｍｏｄｅｌ

（a）尺度1特征 （b）尺度2特征

（c）尺度3特征 （d）融合特征

图 ９　 ＳＡ－ＭＣＮＮ 多尺度特征分布可视化

Ｆｉｇ． ９　 Ｔｈｅ ｍｕｌｔｉ － ｓｃａｌｅ ｆｅａｔｕｒｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ＳＡ－
ＭＣＮＮ

３．３．２　 跨负载工况下的性能分析

在实际工业环境中，工作负载会根据生产需求

而不定时变化，因此采集到的数据样本通常具有非

稳态特性。 本节主要研究 ＳＡ－ＭＣＮＮ 模型对于可变

负载的适应能力，并同时与 ＭＣＮＮ、ＭＳＣＮＮ［１３］、ＭＣ－
ＣＮＮ［１４］、ＣＮＮ 这 ４ 种模型进行对比。 ＭＣＮＮ 为 ＳＡ－
ＭＣＮＮ 模型不添加自注意力特征融合机制，直接将

并行学习到的多尺度特征串联，并与全连接层相接

判断信号类别。 ＭＳＣＮＮ 和 ＭＣ－ＣＮＮ 为 ２ 种不同的

多尺度卷积神经网络。 其中，ＭＳＣＮＮ 使用不同尺度

的粗粒度信号并行学习多尺度特征，ＭＣ－ＣＮＮ 则使

用不同核大小卷积层串联学习多尺度特征。 ＣＮＮ
为不包含 ＧＡＰ 层的 ＳＡ－ＭＣＮＮ 模型的第一个分支。
表 ３ 中描述了 ４ 种跨负载工况。 以工况 Ａ１ 为例，表

２４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



１ 中的数据集 Ｂ、Ｃ 构成训练集，数据集 Ａ 构成测试

集，用于验证经 Ｂ、Ｃ 数据集训练后的模型在数据集

Ａ 上的泛化性能。 每一种工况下训练集样本为

１２ ０００ 个， 测试集样本６ ０００ 个。 数据集 Ａ４ 为 ３ 种

负载的混合状态， 训练样本 １５ ０００ 个， 测试样本

３ ０００ 个。 跨负载工况下，不同模型的诊断精度见

表 ４。
表 ３　 跨负载数据集

Ｔａｂ． ３　 Ｔｈｅ ｄａｔａｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ ｕｎｄｅｒ ｃｒｏｓｓ－ｄｏｍａｉｎ ｖａｒｉａｂｌｅ ｌｏａｄ

Ａ１ Ａ２ Ａ３ Ａ４

训练集 数据集 Ｂ、Ｃ 数据集 Ａ、Ｃ 数据集 Ａ、Ｂ 测试集 Ａ、Ｂ、Ｃ

测试集 数据集 Ａ 数据集 Ｂ 数据集 Ｃ 训练集 Ａ、Ｂ、Ｃ

表 ４　 跨负载工况下 ５ 种模型诊断精度

Ｔａｂ． ４　 Ｔｈｅ ｄｉａｇｎｏｓｔｉｃ ａｃｃｕｒａｃｙ ｏｆ ５ ｍｏｄｅｌｓ ｕｎｄｅｒ ｃｒｏｓｓ－ｄｏｍａｉｎ
ｖａｒｉａｂｌｅ ｌｏａｄ ％

模型 Ａ１ Ａ２ Ａ３ 平均

ＳＡ－ＭＣＮＮ ９８．１５ ９９．１２ ９９．５８ ９８．９５

ＭＣＮＮ ９４．０５ ９８．１３ ９７．２４ ９６．４７

ＭＳＣＮＮ［１３］ ９４．００ ９７．０３ ９７．５１ ９６．０６

ＭＣ－ＣＮＮ［１４］ ９６．２３ ９５．５７ ９８．１０ ９６．６８

ＣＮＮ ９２．７０ ９５．４０ ９６．００ ９４．７０

　 　 在 Ａ１、Ａ２、Ａ３ 三个跨负载工况下，多尺度卷积模

型的诊断精度明显高于传统 ＣＮＮ，表明多尺度特征

学习能够增强模型的输入信息，提高模型的诊断性

能。 而在 ４ 种多尺度模型中，ＳＡ－ＭＣＮＮ 模型的平

均诊断精度达到 ９８．９５％，较 ＭＣＮＮ、ＭＳＣＮＮ、ＭＣ－
ＣＮＮ 三种模型分别提高了 ２． ４８％、２． ８９％、２． ２７％。
说明 ＳＡ－ＭＣＮＮ 模型在跨负载工况下表现出强鲁棒

性，具有很强的模型泛化能力。 同时，对比 ＳＡ －
ＭＣＮＮ 和 ＭＣＮＮ 的诊断精度，进一步证明了自注意

力特征融合机制的优越性。
３．３．３　 负载变化工况下抗噪性能分析

轴承的工作环境复杂，通常同时伴随负载变化

和强噪声污染问题。 选择表 ３ 中 Ａ４ 数据集，模拟变

负载工况，Ａ４ 的训练集用于训练模型， 验证 ＳＡ －
ＭＣＮＮ、ＭＣＮＮ、ＭＳＣＮＮ、ＭＣ－ＣＮＮ、ＣＮＮ 这 ５ 种模型

在变负载工况下的抗噪性能。 在 Ａ４ 的测试集中加

入高斯白噪声获得信噪比为－４ ｄＢ 至 １０ ｄＢ 的复合

信号，模拟实际噪声环境中采集到的轴承信号，用于

检测训练后的模型精度。 以获取信噪比为－４ ｄＢ 的

复合信号为例，获取复合信号的过程如图 １０ 所示。
由图 １０ 可以看出，原始信号的周期性冲击被明显掩

盖，这将不利于后续的故障诊断。 不同信噪比下模

型的诊断精度如图 １１ 所示。

　 　 图 １１ 中，ＳＡ－ＭＣＮＮ 在不同信噪比下的平均诊

断精度达到 ９５．４１％，抗噪性能明显优于其它模型。
当信噪比为－４ ｄＢ 时，ＳＡ－ＭＣＮＮ 模型的诊断精度为

８３．０７％，约高于其它模型 １０％。 此时，３ 种多尺度模

型 ＭＣＮＮ、ＭＳＣＮＮ、ＭＣ － ＣＮＮ 的诊断精度较传统

ＣＮＮ 模型相差较小，可能是由于多尺度模型在增加

多尺度信息的同时，也会增多噪声，导致模型诊断精

度无法明显提高。 但是，ＳＡ－ＭＣＮＮ 由于自注意力

特征融合机制的加入，模型能够自适应融合并增强

有效特征，从而使得诊断精度有明显提高。 随着信

噪比的不断增加，模型的诊断精度均不断增大，且多

尺度模型的诊断精度明显高于传统 ＣＮＮ。 当信噪

比大于 ６ ｄＢ 时，ＳＡ－ＭＣＮＮ 的诊断精度达到 １００％。
比较 ＭＣＮＮ 和 ＳＡ－ＭＣＮＮ 的诊断精度，可以看出，
自注意力特征融合机制的加入能够明显增强模型的

抗噪性能。 实验结果表明，ＳＡ－ＭＣＮＮ 在负载变化

和噪声环境的同时作用下，依然具有较强的泛化能

力和抗干扰能力。
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图 １０　 原始信号、噪声信号及信噪比为－４ ｄＢ 的复合信号
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图 １１　 负载变化时不同信噪比下模型的诊断精度

Ｆｉｇ． １１　 Ｔｈｅ ｄｉａｇｎｏｓｔｉｃ ａｃｃｕｒａｃｙ ｏｆ ５ ｍｏｄｅｌｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ＳＮＲｓ
ｗｉｔｈ ｔｈｅ ｃｈａｎｇｉｎｇ ｌｏａｄｓ
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４　 结束语

本文结合多尺度卷积神经网络和自注意力特征

融合机制提出一种轴承故障诊断方法 ＳＡ－ＭＣＮＮ，
经验证得出如下结论：

（１）在稳态工况下，ＳＡ－ＭＣＮＮ 模型能够达到

１００％的诊断精度。 经 ｔ－ＳＥＮ 方法可视化的特征分

布表明，多尺度卷积神经网络和自注意力特征融合

机制的结合可以在不同尺度上捕获互补和丰富的诊

断信息，极大提高了模型特征学习能力和诊断精度。
（２）对比其它多尺度模型，ＳＡ－ＭＣＮＮ 在跨负载

和噪声工况下表现出明显优势。 在跨负载工况下，
模型的平均诊断精度为 ９８．９５％，具有强鲁棒性。 在

负载变化的噪声工况下，模型的诊断精度始终高于

其它方法，平均诊断精度达到 ９５．１４％，具有较强的

抗干扰能力。
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ａｔｔｅｎｔｉｏｎ ｉｍｐｒｏｖｅｄ ＲｅｓＮｅｔ ｂａｓｅｄ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｍｅｔｈｏｄ ｏｆ ｗｉｎｄ
ｔｕｒｂｉｎｅｓ ｇｅａｒｂｏｘ［Ｊ］ ． Ｍｅａｓｕｒｅｍｅｎｔ， ２０２１， １７９（１０）：１０９４９１．

［１２］ＺＨＡＮＧ Ｌｏｎｇ， ＸＩＯＮＧ Ｇｕｏｌｉａｎｇ， ＬＩＵ Ｈｅｓｈｅｎｇ， ｅｔ ａｌ． Ｂｅａｒｉｎｇ
ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｕｓｉｎｇ ｍｕｌｔｉ－ｓｃａｌｅ ｅｎｔｒｏｐｙ ａｎｄ ａｄａｐｔｉｖｅ ｎｅｕｒｏ－ｆｕｚｚｙ
ｉｎｆｅｒｅｎｃｅ［Ｊ］ ． Ｅｘｐｅｒｔ Ｓｙｓｔｅｍｓ ｗｉｔｈ Ａｐｐｌｉｃａｔｉｏｎｓ， ２０１０， ３７（８）：
６０７７－６０８５．

［ １３ ］ ＪＩＡＮＧ Ｇｕｏｑｉａｎ， ＨＥ Ｈａｉｂｏ， ＹＡＮ Ｊｕｎ， ｅｔ ａｌ． Ｍｕｌｔｉｓｃａｌｅ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｏｆ ｗｉｎｄ ｔｕｒｂｉｎｅ
ｇｅａｒｂｏｘ［ Ｊ］ ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｄｕｓｔｒｉａｌ Ｅｌｅｃｔｒｏｎｉｃｓ， ２０１８，
６６（４）：３１９６－３２０７．

［１４ ］ ＨＵＡＮＧ Ｗｅｉｙｉ， ＣＨＥＮＧ Ｊｕｎｓｈｅｎｇ， ＹＡＮＧ Ｙｕ， ｅｔ ａｌ． Ａｎ
ｉｍｐｒｏｖｅｄ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｗｉｔｈ ｍｕｌｔｉ － ｓｃａｌｅ
ｉｎｆｏｒｍａｔｉｏｎ ｆｏｒ ｂｅａｒｉｎｇ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ［ Ｊ ］ ． Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，
２０１９， ３５９：７７－９２．

［１５］朱浩， 宁芊， 雷印杰，等． 基于注意力机制－Ｉｎｃｅｐｔｉｏｎ－ＣＮＮ 模型

的滚动轴承故障分类［Ｊ］ ． 振动与冲击，２０２０，３９（１９）：８５－９３．
［ １６ ］ ＬＩ Ｘｉａｎｇ， ＺＨＡＮＧ Ｗｅｉ， ＤＩＮＧ Ｑｉａｎ． Ｕｎｄｅｒｓｔａｎｄｉｎｇ ａｎｄ

ｉｍｐｒｏｖｉｎｇ ｄｅｅｐ ｌｅａｒｎｉｎｇ－ｂａｓｅｄ ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｗｉｔｈ
ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ［Ｊ］ ． Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ， ２０１９， １６１：１３６－１５４．

［１７］ＶＡＳＷＡＮＩ Ａ， ＳＨＡＺＥＥＲ Ｎ， ＰＡＲＭＡＲ Ｎ， ｅｔ ａｌ． Ａｔｔｅｎｔｉｏｎ ｉｓ ａｌｌ
ｙｏｕ ｎｅｅｄ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３１ｓｔ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ （ ＮＩＰＳ ＇ １７ ） ． Ｌｏｎｇ
Ｂｅａｃｈ， Ｃａｌｉｆｏｒｎｉａ， ＵＳＡ： ＮＩＰＳ Ｆｏｕｎｄａｔｉｏｎ， ２０１７：６０００－６０１０．

［１８］ ＤＯＳＯＶＩＴＳＫＩＹ Ａ， ＢＥＹＥＲ Ｌ， ＫＯＬＥＳＮＩＫＯＶ Ａ ， ｅｔ ａｌ． Ａｎ
ｉｍａｇｅ ｉｓ ｗｏｒｔｈ １６×１６ ｗｏｒｄｓ： Ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ
ａｔ ｓｃａｌｅ［Ｃ］ ／ ／ ２０２１ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ
ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ （ＣＶＰＲ） ． ＩＥＥＥ， ２０２０：１－２１．

［１９］ＨＵ Ｊｉｅ， ＳＨＥＮ Ｌｉ， ＳＵＮ Ｇａｎｇ． Ｓｑｕｅｅｚｅ－ａｎｄ－ｅｘｃｉｔａｔｉｏｎ ｎｅｔｗｏｒｋｓ
［Ｃ］ ／ ／ ２０１８ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ
Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ （ＣＶＰＲ） ． Ｓａｌｔ Ｌａｋｅ Ｃｉｔｙ， ＵＴ， ＵＳＡ：ＩＥＥＥ，
２０１８：７１３２－７１４１．

［２０］ＨＡＮ Ｋａｉ， ＷＡＮＧ Ｙｕｎｈｅ， ＣＨＥＮ Ｈａｉｔｉｎｇ， ｅｔ ａｌ． Ａ ｓｕｒｖｅｙ ｏｎ
ｖｉｓｕａｌ ｔｒａｎｓｆｏｒｍｅｒ ［ Ｃ ］ ／ ／ ２０２１ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ （ＣＶＰＲ） ． ＩＥＥＥ， ２０２１：
１－２３．

［２１ ］ ＳＭＩＴＨ Ｗ Ａ， ＲＡＮＤＡＬＬ Ｒ Ｂ． Ｒｏｌｌｉｎｇ ｅｌｅｍｅｎｔ ｂｅａｒｉｎｇ
ｄｉａｇｎｏｓｔｉｃｓ ｕｓｉｎｇ ｔｈｅ ｃａｓｅ ｗｅｓｔｅｒｎ ｒｅｓｅｒｖｅ ｕｎｉｖｅｒｓｉｔｙ ｄａｔａ： Ａ
ｂｅｎｃｈｍａｒｋ ｓｔｕｄｙ［Ｊ］ ． Ｍｅｃｈａｎｉｃａｌ Ｓｙｓｔｅｍｓ ａｎｄ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ，
２０１５， ６４－６５： １００－１３１．

［２２］ ＬＩＮ Ｍｉｎ， ＣＨＥＭ Ｑｉａｎｇ． ＹＡＮ Ｓｈｕｉｃｈｅｎｇ． Ｎｅｔｗｏｒｋ ｉｎ ｎｅｔｗｏｒｋ
［Ｃ］ ／ ／ ２ｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ
（ ＩＣＬＲ ２０１４） ．Ｂａｎｆｆ， ＡＢ， Ｃａｎａｄａ ：ｄｂｌｐ，２０１４， １－１０．

４４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　


