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一种基于 ＣＡ－Ｎｅｔ 的脑肿瘤磁共振图像分割算法
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摘　 要： 磁共振影像是脑肿瘤疾病中常用的诊断工具，临床上的量化分析需要对影像结果进行分割得到肿瘤区域，但手动分

割十分耗时且高度依赖于医生的临床经验。 为此，本文提出一种基于深度学习的脑磁共振图像分割算法，解决了原网络无法

有效提取关键特征的问题。 该算法使用改进的有限对比度自适应直方图均衡（Ｃｏｎｔｒａｓｔ Ｌｉｍｉｔｅｄ Ａｄａｐｔｉｖｅ Ｈｉｓｔｏｇｒａｍ Ｅｑｕａｌｉｚａ⁃
ｔｉｏｎ， ＣＨＡＬＥ）算法，对脑肿瘤磁共振影像进行图像增强后，将结果输入 ＣＡ－Ｎｅｔ 网络对数据集初步分割，并将全注意力算法

和 Ｕ－ｎｅｔ 骨架结构结合（包括空间、通道和尺度注意力模块），实现对不同尺度的空间和通道的特征转换连接。 模型应用混合

损失函数提高分割精度。 初步分割的结果可通过后处理进一步提高精度，得到最终的肿瘤区域。 初步分割结果中， Ｄｉｃｅ 指标

可以达到 ８８．４０（±０．２４）％，结合图像处理提高至 ８９．２１（±０．３６）％，分割精度相较于其它算法有明显提高。
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０　 引　 言

脑肿瘤是大脑中异常的细胞组织，发病率和死

亡率极高。 脑肿瘤的治疗取决于患者的年龄、肿瘤

的类型及其位置。 磁共振图像是脑肿瘤诊断中已获

广泛应用的辅助工具，通过 ＭＲ 检测可以提供肿瘤

大小、形状、定位等宝贵信息。 脑肿瘤的精确分割对

准确评估起着不小的作用，对治疗规划也显得尤为

重要［１］。 但是，传统的手动分割是一个复杂的项

目。 将每个像素细分为肿瘤内部和外部，是一项极

其艰巨和具有挑战性的任务。 而对 ＭＲ 图像进行自

动分割，可以避免许多复杂的工作，并进一步节省划

分校正时间和人工劳动成本，对脑肿瘤早期诊断和

治疗具有重要意义。
传统的图像分割方法主要有模型法、阈值算法

和区域法，通常与特征工程相结合，实现对脑组织和

肿瘤区域进行分割。 李永焯等人［２］ 提出了一种改

进的分水岭图像分割算法。 该算法先对原始梯度图

像进行形态学重建，再设定阈值标记肿瘤部分，以分

水岭标记背景部分，最后根据标记绘制出分水岭变

换的分割线，准确区分了背景和肿瘤部分，有效避免

了误分割。 针对颅脑 ＭＲ 图像的模糊特点和实际应



用要求，柴黎等人［３］ 运用阈值处理噪声干扰，对分

水岭区域分割算法进行改进，从而抑制了过分割问

题，并能快速、准确得到医学图像的分割结果，具有较

强的抗噪声能力。 宗晓萍等人［４］ 利用灰度共生矩阵

提取出的纹理特征，结合图像几何不变矩特征，对分

割出的脑肿瘤图像进行特征提取。 该方法可以同时

从纹理和几何特征对图像特征进行描述，与分别采用

灰度共生矩阵和不变矩方法进行特征提取相比较，不
仅降低了算法计算量，同时也提升了算法的抗噪性。
苗加庆［５］提出一种字典学习降噪和分水岭算法相结

合的脑 ＭＲ 医学图像分割算法。 采用字典学习降低

原始图像噪声，并利用形态学算法对降噪后的图像进

行形态学处理，通过形态学知识提取图像边界，利用

图像的几何特征，去除非目标区域，再采用分水岭变

换进行图像分割。 针对脑肿瘤 ＭＲ 图像的边界复杂

度，传统方法往往不能精准分割其边缘区域，某些特

殊的脑肿瘤 ＭＲ 影像分割效果一般，鲁棒性较差。
近年来，人工智能在医学影像领域得到快速发

展，而图像分割是其中重要的组成部分。 在卷积神

经网络中，Ｕ－ｎｅｔ 是最常用的图像分割模型之一，在
肺部 ＣＴ 图像结节分割［２］、超声心动图像心室分

割［６］、眼球分割［７］、心脏 ＭＲＩ 分割［８］ 等医疗图像分

割场景中得到了广泛应用。 基于 Ｕ－ｎｅｔ 网络骨架结

构，Ｕ－ｎｅｔ ＋＋［９］对编码器和解码器之间特征映射进

行深层次连接，通过添加嵌套连接和 Ｄｅｎｓｅ 连接结

构，减少其中的语义隔阂，从而更好地捕获高颗粒度

的图像细节。 另外，Ｕ－ｎｅｔ＋＋作为多分支网络，全局

的 ｌｏｓｓ 由所有分支累加而成，引入了全尺寸跳跃连

接，并充分利用了编码器和解码器中的多尺度信息。
吴量等人［１０］将 Ｕ－ｎｅｔ 与残差结构结合，并利用注意

力模块提高网络提取关键特征层和空间区域，从而提

高肿瘤的分割精度。 Ｇｕ 等人［１１］ 通过新的空间、尺
度、通道注意模块，构建了综合注意力卷积神经网络

ＣＡ－Ｎｅｔ，实现更准确和可解释的图像分割，并在皮肤

病变分割和胎儿磁共振图像分割中取得较大提升。
Ｌｉｎ 等人［１２］提出一种聚合注意力卷积网络 ＡＡＮｅｔ，将
Ｕ－ｎｅｔ 骨架结构与多尺度语义信息结合，利用增强的

下采样和上采样层减少补偿信息丢失，进行脑胶质瘤

分割。
综上所述，本文提出了一种基于 ＣＡ－Ｎｅｔ 的脑

肿瘤磁共振图像分割方法，并通过图像处理技术提

高分割精度，具体流程如图 １ 所示。
　 　 由图 １ 可知，该方法先对图像进行 ＨＳＶ 空间转

换，对亮度参量进行自适应调整；利用 ＣＬＡＨＥ 算法

实现图像增强；增强后的图像进一步输入 ＣＡ－Ｎｅｔ
网络中进行训练，通过训练得到的模型完成脑肿瘤

分割；利用二值图像后处理提升分割图像精度，得到

最终的分割结果。

结束

分割结果

形态学后处理

CA-Net脑肿瘤分割

CLAHE图像增强

V参量自适应调整

原始图像

开始

HSV空间转换

图 １　 分割算法流程
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１　 网络模型与算法设计

１．１　 预处理

针对脑部 ＭＲ 图像可能存在对比度低、肿瘤边

界信息模糊、灰阶信息不均匀等问题，使用图像增强

处理可以抑制图像噪声，使肿瘤区域更显著。 限制

对比度直方图均衡化（ＣＬＡＨＥ）算法［１３］，通过计算

图像的直方图并重新分布，由此提高整体的亮度。
但是，这种算法可能会丢失部分灰阶信息，且对较暗

的图像处理效果一般。 因此，本文提出一种改进的

ＣＬＡＨＥ 预处理方法。 该方法先将图像转换到 ＨＳＶ
空间，提取图像的亮度通道变量，并以此自适应调整

图像的整体亮度。 ＨＳＶ 空间中的 Ｖ通道和 Ｓ通道计

算公式如下：

Ｖ ＝ ｍａｘ（Ｒ，Ｇ，Ｂ）
２５５

（１）

Ｃｍａｘ ＝
ｍａｘ Ｒ，Ｇ，Ｂ( )

２５５
， Ｃｍｉｎ ＝ ｍｉｎ Ｒ，Ｇ，Ｂ( )

２５５
（２）

Ｓ ＝
０　 　 　 　 　 Ｃｍａｘ ＝ ０
Ｃｍａｘ － Ｃｍｉｎ

Ｃｍａｘ
　 Ｃｍａｘ ≠ ０

ì

î

í

ïï

ïï

（３）

　 　 自适应亮度转换公式如下：
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ｉｍｂ ＝
ｉｍｇ（２ － ｉｍｇ）　 Ｖ ＜ Ｔ
ｉｍｇ　 　 　 　 　 Ｖ ≥ Ｔ{ （４）

　 　 其中， ｉｍｂ 为调整后的图像亮度，ｉｍｇ 表示调整

前原图像的实际亮度，Ｔ 为亮度阈值。
１．２　 ＣＡ－Ｎｅｔ

综合 注 意 力 卷 积 神 经 网 络 （ Ｃｏｍｐｒｅｈｅｎｓｉｖｅ
Ａｔｔｅｎｔｉｏｎ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＣＡ－Ｎｅｔ）结

构如图 ２ 所示。 该网络基于 Ｕ－Ｎｅｔ 骨架结构［１４］，分

别包括编码器和解码器两部分，组成一个端到端可

训练模型。 通过添加复合注意力模块，实现对空间、
通道和尺度的综合特征信息提取。 其中， ＳＡ１－４ 为

空间注意力模块，ＣＡ１－４ 为通道注意力模块以及一个

尺度注意力模块 ＬＡ。 注意力模块可以有效学习当

前特征地图中显著空间区域，使网络更好聚焦于分

割目标，同时抑制不相关背景部分，提升预测准确

性。
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图 ２　 ＣＡ－Ｎｅｔ 网络结构

Ｆｉｇ． ２　 ＣＡ－Ｎｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 编码器是一个特征提取器，可以连续获得多个尺

度的高维特征；解码器利用这些编码特征来恢复分割

目标。 为了更好地利用前后的高低维特征，利用注意

力模块进行连接，可以有效增强像素之间的关系。 在

网络结构中，使用 ４ 个空间注意力模块 （ＳＡ），由最低

分别率级别的非局部块［１５］和其它分别率水平的双通

路［１６］相结合，形成一种多尺度空间注意力机制。
ＳＡ１－４ 与编码器的不同分辨率层相联结，分别对应不

同分辨率级别的特征图。 为更好地学习其网络层的

上下文关系，内部使用卷积块来捕获像素之间的交

互。 如图 ３（ａ）所示， ＳＡ１ 输入特征图形状为 Ｃ × Ｈ ×
Ｗ，这里的Ｃ为通道数，Ｈ和Ｗ分别表示高度和宽度。
注意力块使用３个并行的１ × １卷积层进行特征压缩，

并依次将 ３ 个特征映射，重新构造为二维矩阵。 图 ３
（ｂ）为单路空间注意力 ＳＡ２－４。 其中，Ｘｈ 为高级特征，
来自解码器上采样，Ｘｌ 为低级特征，来自编码器、为关

键特征。 ２种特征经过压缩通道进行加权，通过 ＲｅＬＵ
激活函数层和卷积层输出单通道，最后利用注意力系

数进行校准，得到更新的 Ｘｌ。 ＳＡ 模块中利用多个注

意门控结构，使网络关注特征图最相关的信息，同时

抑制不相关的部分。
　 　 在 ＣＡ－Ｎｅｔ 网络中包含 ４ 个通道注意力模块

（ＣＡ１－４）， 用以实现网络中低层特征和高层特征的

通道连接，并对更相关的通道进行加权，赋予更高的

系数。 相较于 ＳＥ 模块［１７］，引入全局最大池化后的

特征作为通道注意的更显著特征，保留更多全局信
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息。 由于编码器和解码器的特征通道不同，在分割

任务中具有不同的重要性。 为了更好提取特征通道

中有用的语义信息，添加通道注意力模块来自动突

出相关的特征通道。
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图 ３　 空间注意力模块

Ｆｉｇ． ３　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 模型的主要网络是 Ｕ－Ｎｅｔ，其主要的特点就是获

取不同尺度的特征图，而为了联结这些不同分辨率的

特征，得到最后的分割结果，需要在解码器部分进行

多尺度连接。 针对具有不同尺度特征图对象具有不

同的相关性，需要赋予其不同权重系数。 运用尺度注

意力模块对网络将解码器中的不同尺度的特征图进

行加权。 其中包含编码器中的低维特征，以及经过空

间通道注意力提取的重要语义信息。 该模块作为网

络的输出端，整合并校准不同尺度的图像信息。
１．３　 混合损失函数

ＦｏｃａｌＬｏｓｓ 函数［１８］是二元交叉熵损失函数的一

种变体，利用较低简单样本的权重来解决标准交叉

熵和类别不平衡的问题，从而实现对较复杂的样本

的学习。 此处用到的数学公式可写为：

ｐｔ ＝
ｐ　 　 　 ｙ ＝ １
１ － ｐ　 ｏｔｈｅｒｗｉｓｅ{ （５）

ＦｏｃａｌＬｏｓｓ ｐｔ( ) ＝ － １ － ｐｔ( ) γ ｌｏｇ ｐｔ( ) （６）
　 　 其中， ｐ∈ ０，１[ ] ，是模型对于类别 ｙ ＝ １时得到

的预测概率。 当样本被误分且 ｐｔ 很小时 ，对 ｌｏｓｓ 影
响不大。 随着 ｐｔ →１， 调制因子趋近于零，容易分类

的简单样本则被减少权重。
ＤｉｃｅＬｏｓｓ［１９］ 源自 ｄｉｃｅ 系数，是一种度量 ２ 个样

本相似度的函数。 针对二元分类问题，推导得到的

数学公式为：

ＤｉｃｅＬｏｓｓ ＝ ２ Ｘ ∩ Ｙ
Ｘ ＋ Ｙ

（７）

　 　 其中， Ｘ、Ｙ 分别表示预测值和真实标签， 分子

为两者的交集，通过系数 ２ 控制取值范围在 ０ 到 １
之间； Ｘ 和 Ｙ 分别为 Ｘ、Ｙ 的个数。

为进一步提高网络模型的学习能力和优化训练

过程，减少由于肿瘤区域较小、与背景不平衡导致的

差异，本文结合 ＦｏｃａｌＬｏｓｓ 和 ＤｉｃｅＬｏｓｓ 两种损失函

数，使用改进的混合 ｌｏｓｓ 进行训练，具体公式如下：
ＭｉｘｅｄＬｏｓｓ ＝ － λ １ － ｐｔ( ) γ ｌｏｇ ｐｔ( ) ＋

１ － λ( )
２ Ｘ ∩ Ｙ
Ｘ ＋ Ｙ

（８）

其中， λ∈ ０，１[ ] ，确定 ２ 个 ｌｏｓｓ分量的相对权

重， γ 控制背景类的抑制和较难样本类别的增强。
１．４　 形态学后处理

本文使用形态学后处理方法，进一步提升脑肿

瘤的分割精度，即二值图像闭运算和开运算，并进行

相关对照实验。 形态学处理主要根据图像中锚点位

置的像素点，通过像素值的差异，对周边像素区域进

行膨胀和腐蚀操作。 开运算和闭运算均为膨胀和腐

蚀复合操作，可排除较小像素块，将区域连接，形成

连通域。 将卷积神经网络模型输出作为预分割结

果，并分别进行形态学后处理操作。

２　 实验结果与分析

２．１　 实验数据与参数设置

本文训练使用的数据集来自 Ｋａｇｇｌｅ 数据集，其
中磁共振图像共 ３ ０６４ 张，图像包含不同的切面和

多种尺寸，标记的掩膜标签与肿瘤位置相对应。 使

用 Ｐｙｔｏｒｃｈ 框架实现 ＣＡ－Ｎｅｔ 网络模型；实验环境使

用的处理器为 Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ７－８７００ ＣＰＵ，主
频３．２０ ＧＨｚ、显卡为 ＮＶＩＤＩＡ Ｔｉｔａｎ １０８０ ＧＰＵ；编程

使用 Ｐｙｔｈｏｎ３．７，以及 Ａｎａｃｏｎｄａ 集成开发环境，其中

运用 Ｏｐｅｎｃｖ、Ｎｕｍｐｙ 等库。
实际训练采用五折交叉验证，在所有测试集上

保留性能最佳的模型。 模型训练选用 Ａｄａｍ 优化

器，学习率为 ０．００１，利用余弦退火策略动态调整，对
此可表示为：

　 ηｔ ＝ ηｉ
ｍｉｎ ＋ １

２
ηｉ

ｍａｘ － ηｉ
ｍｉｎ( ) １ ＋ ｃｏｓ

Ｔｃｕｒ

Ｔｉ

æ

è
ç

ö

ø
÷

æ

è
ç

ö

ø
÷ （９）
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其中， ηｉ
ｍａｘ 和 ηｉ

ｍｉｎ 分别表示学习率最大值和最

小值， Ｔｃｕｒ 和 Ｔｉ 分别为已运行的 ｅｐｏｃｈ数以及目前的

第 ｉ 个 ｅｐｏｃｈ。
单次传递的样本数大小 （Ｂａｔｃｈ Ｓｉｚｅ） 将影响模

型的优化程度和速度，直接影响到 ＧＰＵ 内存的使用

情况。 随着 ｂａｔｃｈ ｓｉｚｅ 增大，处理相同数据量的速度

越快，达到相同精度所需要的 ｅｐｏｃｈ 数量会越来越

多。 但 ｂａｔｃｈ ｓｉｚｅ 过大容易导致网络收敛到一些不

好的局部最优点；同样，太小的 ｂａｔｃｈ ｓｉｚｅ 也存在训

练速度很慢、训练不容易收敛等问题。 在本数据集

中，选择 ｂａｔｃｈ ｓｉｚｅ 为 １６。 另外，所有模型训练均选

择损失函数 ｌｏｓｓ 值最低的状态作为最佳模型，此时

保存的模型权重将用于后续的对比实验。
２．２　 评价指标

针对二元图像分割， 通常使用 Ｄｉｃｅ 相似系数对

结果进行评估，可用如下公式计算得出：

Ｄｉｃｅ ＝ ２ＴＰ
２ＴＰ ＋ ＦＰ ＋ ＦＮ

（１０）

　 　 其中， ＴＰ （Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ）表示真阳性，即预测为

阳性且实际为正例； ＦＰ （Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ）为假阳性，
即实际为负例、而预测为阳性； ＦＮ （Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ）
为假阴性，即实际是正例、而预测为阴性。
２．３　 实验结果对比

２．３．１　 预处理

本实验使用改进的 ＣＬＡＨＥ 算法进行图像增强

操作，对照组分别为原始图像和传统 ＣＬＡＨＥ 算法。
实际预处理中，亮度阈值取为 ０．６７ 时表现较好，脑
ＭＲ 原图像经过自适应调整全局亮度后，暗部细节得

到增强，更能突显肿瘤区域的实际位置以及其边界信

息。 分别在基于相同网络参数下进行模型训练。 不

同预处理方法对比结果见表 １。
表 １　 不同预处理方法对比结果

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｅ－ｐｒｏｃｅｓｓｉｎｇ
ｍｅｔｈｏｄｓ

预处理方法 Ｄｉｃｅ 系数

原始图 ８６．１８（±１．４４）％

ＣＬＡＨＥ ８６．４３（±１．３６）％

改进的 ＣＬＡＨＥ ８７．２６（±０．７６）％

　 　 由表 １ 的实验结果可见，使用原始图像，即不进

行任何预处理，模型平均 Ｄｉｃｅ 系数为 ８６． １８（ ± １．
４４）％；经过传统的 ＣＬＡＨＥ 算法进行预处理，模型最

终分割结果的 Ｄｉｃｅ 系数为 ８６．４３（±１．３６）％；而原数据

集经过改进的 ＣＬＡＨＥ 预处理算法，实现的最终分割

效果最好，平均 Ｄｉｃｅ 系数为 ８７．２６（±０．７６）％。 结果表

明，使用自适应亮度调整的 ＣＬＡＨＥ 算法进行图像增

强，对图像的暗部细节以及肿瘤区域的边界显著性有

明显提高。 整体效果如图 ４ 所示。 图 ４ 中（ａ）为原图

像，（ｂ）为直接利用 ＣＬＡＨＥ 算法处理图像，（ｃ）为采用

基于空间域转换的亮度自适应调整 ＣＬＡＨＥ 算法结果。

　 　 　 （ａ） 原图　 　 （ｂ） ＣＬＡＨＥ 算法结果 （ｃ） 改进的 ＣＬＡＨＥ

算法结果

图 ４　 预处理结果对比

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅ－ｐｒｏｃｅｓｓｉｎｇ ｒｅｓｕｌｔｓ

２．３．２　 卷积神经网络模型

实验主要将 ＣＡ －Ｎｅｔ 与 Ｕ －Ｎｅｔ、Ｕ －Ｎｅｔ ＋ ＋和

Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ 等图像分割常用模型进行比较。 同

时，针对混合 ｌｏｓｓ 训练的效果，进行消融实验。 所有

的网络模型结果使用 Ｄｉｃｅ 评价指标进行对比。 实

验结果见表 ２。
表 ２　 不同模型训练的结果对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

训练模型 Ｄｉｃｅ 系数 ／ ％ 分割耗时 ／ ｍｓ

Ｕ－Ｎｅｔ ８１．７３（±２．３６）％ ２．７

Ｕ－Ｎｅｔ＋＋ ８４．０６（±１．０４）％ ３．１

Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ ８６．１７（±０．８９）％ ２．６

ＣＡ－Ｎｅｔ ８７．２６（±０．７６）％ ２．１

ＣＡ－Ｎｅｔ＋ Ｍｉｘｅｄ ｌｏｓｓ ８８．４０（±０．２４）％ ２．２

　 　 由表 ２ 中数据可见，使用原始的 Ｕ－ｎｅｔ 网络，平
均 Ｄｉｃｅ系数为 ８１２．７３（±２．３６）％；Ｕ－Ｎｅｔ＋＋模型 Ｄｉｃｅ
系数为 ８４．０６（ ±１．０４）％；Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ 网络分割

结果的 Ｄｉｃｅ 系数为 ８６．１７（ ±０．８９）％；ＣＡ－Ｎｅｔ 的分

割结果为 ８７．２６（ ±０．７６）％。 相较于其它网络模型，
ＣＡ－Ｎｅｔ 网络的 Ｄｉｃｅ 指标有一定的提升。 模型还进

一步结合 ＭｉｘｅｄＬｏｓｓ 进行训练，平均 Ｄｉｃｅ 指标有近

１．２％的提升。 在图像分割耗时方面，ＣＡ－Ｎｅｔ 网络

的分割每张图片平均耗时为２．１ ｍｓ， Ｕ－Ｎｅｔ、Ｕ－Ｎｅｔ＋
＋以及 Ａｔｔｅｎｔｉｏｎ Ｕ －Ｎｅｔ 网络耗时分别为 ２． ７ ｍｓ、
３．１ ｍｓ和 ２．６ ｍｓ，ＣＡ－Ｎｅｔ 表现优于其他网络模型。
２．３．３　 形态学后处理

为进一步提升分割肿瘤区域的精度，将形态学

后处理应用于深度学习模型的预分割结果，主要使

用二值图像的开闭运算。
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针对不同的形态学后处理结果，本文使用五折

交叉验证，将全部数据集分割结果与原数据集的掩

膜标签进行对照，对比最后的平均 Ｄｉｃｅ 系数。 不同

形态学后处理算法实验结果见表 ３。
表 ３　 不同形态学后处理结果的 Ｄｉｃｅ 系数对比

Ｔａｂ． ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｄｉｃｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｒｐｈｏｌｏｇｉｃａｌ ｐｏｓｔ －

ｐｒｏｃｅｓｓｉｎｇ ｒｅｓｕｌｔｓ ％

Ｆｏｌｄ 原始分割结果 开运算结果 闭运算结果

１ ８８．４１（±０．２４） ８８．７５（±０．３９） ８８．１３（±０．３９）

２ ８８．１８（±０．２３） ８８．７６（±０．３７） ８９．２２（±０．３６）

３ ８８．０１（±０．２７） ８８．３８（±０．３９） ８８．５０（±０．３９）

４ ８８．８９（±０．２３） ８９．７７（±０．３３） ９０．０３（±０．３２）

５ ８８．５３（±０．２２） ８８．９９（±０．３１） ９０．２０（±０．３１）

平均 ８８．４０（±０．２４） ８８．９３（±０．３６） ８９．２１（±０．３６）

　 　 原始模型的平均 Ｄｉｃｅ 系数为 ８８．４０（±０．２４）％，
开运算 Ｄｉｃｅ 结果为 ８８．９３（±０．３６）％，闭运算后处理

表现最优，平均 Ｄｉｃｅ 系数为 ８９．２１（±０．３６）％。 相较

于 ＣＡ－Ｎｅｔ 网络的分割结果， Ｄｉｃｅ 指标有所提升。
　 　 最终实现的分割效果如图 ５ 所示。 图 ５ 中，
（ａ）为原图像，（ｂ）为选用 ＣＡ－Ｎｅｔ 结合闭运算后处

理的最终分割结果，（ ｃ）为原数据的掩膜标签。 可

以看出，本文基于 ＣＡ－Ｎｅｔ 的脑肿瘤分割算法可以

准确分割脑肿瘤区域，并且减少了由于图像噪声出

现的误分割状况。

（a）原图

（b）CA-Net算法分割图

（c）原图的掩膜标签
图 ５　 分割结果与原图和掩膜标签的对比

Ｆｉｇ． ５ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｗｉｔｈ ｏｒｉｇｉｎａｌ ｉｍａｇｅｓ
ａｎｄ ｍａｓｋｓ

３　 结束语

针对脑肿瘤 ＭＲ 图像分割问题，应用改进的自

适应亮度 ＣＬＡＨＥ 算法进行图像增强，并将 ＣＡ－Ｎｅｔ
网络模型与混合损失函数结合，解决了原网络丢失

部分关键信息的问题，使网络关注特征图的最相关

信息的连接， 同时抑制不相关的部分， 取得比

Ｕ－Ｎｅｔ、Ｕ－Ｎｅｔ 以及 Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ 更高的分割精

度。 经过二值图像闭运算后处理，有效减少了误分

割的概率，提高最后的平均 Ｄｉｃｅ 系数。 该分割算法

能更准确且稳定用于 ＭＲ 图像的脑肿瘤区域分割，
并对患者早期治疗和诊断有重要意义。

本文的方法仍有部分局限性，在一些方面可以

进一步优化。 如：针对多序列 ＭＲ 图像，可考虑进行

多模型融合；由于该模型是基于二维数据进行分割，
还未用到脑肿瘤 ＭＲ 图像的三维空间信息，可考虑

进行三维模型扩展。
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