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基于 ＬＳＴＭ 的医疗设备故障预警模型研究

马　 超， 张云华

（浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 医疗设备在医疗工作中具有重要地位，而医疗设备的故障会直接影响到医疗工作的开展，影响患者病情的诊断，利用

传感器设定阈值的传统故障预警措施存在误报，漏报等问题。 本文提出一种基于长短期记忆神经网络（ＬＳＴＭ）的预测模型，
利用其对长序列变化数据处理的优势，进行医疗设备的故障预测，可以做到提前预报故障。 结合医院的医用红外热像仪的相

关故障数据，整理出 ８ 项故障特征点，采集其相应数据作为模型的数据集，利用 ＬＳＴＭ 构建的预测模型进行实验。 实验结果

表明，ＬＳＴＭ 模型训练的拟合效果较好，故障预测的准确率稳定在 ９８％以上，优于其他神经网络模型。
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０　 引　 言

国内医疗行业迅猛发展，越来越多的先进医疗

设备被研发出来，投入到医院的临床应用中，为患者

的治疗做出了积极的贡献。 但与此同时，医疗设备

故障也屡见不鲜。 现代医疗设备大都利用计算机技

术、放射技术、自动化技术和影像处理技术等，系统

庞大，设计复杂，通常都需要配有单独的设备机房，
并配有相关维护管理人员。 设备管理人员如果能提

前发现设备存在的隐患并及时处理，能够避免一系

列事故［１－２］。
近年来，国内外学者针对医疗设备的故障预警做

了很多研究。 熊刚等人［３］ 利用单片机整合了设备监

控的各个传感器的检测数据，通过各传感点的数值是

否处于正常阈值内来决定是否上报警告。 徐立坤等

人［４］利用基于改进的 ＢＰ 神经网络进行设备的故障

预警研究，基于历史故障数据和粗糙集理论对神经结

构和算法进行优化。 陈艳等人［５］ 利用粗糙神经网络

和数据挖掘技术研究医疗设备故障预警。
故障的预警并不是在故障发生时才发出警报，

而是借助于先前一系列的变化数据来推断后续的数

据曲线，从而提早发现问题数据，做出相应的警报。
循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）是一

种用于处理序列数据的神经网络，但在长序列训练

中会出现梯度消失和梯度爆炸问题。 长短期记忆神

经网络（Ｌｏｎｇ ｓｈｏｒｔ－ｔｅｒｍ ｍｅｍｏｒｙ， ＬＳＴＭ）在 ＲＮＮ 模

型的基础上进行的改进，增加了门控机制的设计，使
得其在较长的序列中有更好的表现，有更久的记忆

特征，在数据预测方面优势明显。
本研究采用 ＬＳＴＭ－ＲＮＮ 的神经网络模型对医

疗设备的故障预警进行研究，在分析了医用红外热

像仪的相关故障数据后，列出了 ８ 项故障特征点，采



集其数据并进行预处理，作为实验的数据集，同时与

ＢＰ 神经网络、ＲＮＮ 神经网络预测模型进行实验对

比，验证本模型的高效性。

１　 相关知识

１．１　 循环神经网络

循环神经网络（ＲＮＮ）是一种具有循环结构的

神经网络，能够很好地处理序列变化的数据，其网络

结构如图 １ 所示。 模块 Ａ 在 ｔ 时刻同时读取了输入

Ｘ ｔ 和上一个时刻的输出数据 ｈｔ －１，输出 ｈｔ 并进入下

一个循环，通过对数据的循环处理来提取序列中随

时间变化的特征。
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图 １　 ＲＮＮ 网络结构

Ｆｉｇ． １　 ＲＮＮ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．２　 长短期记忆神经网络

长短期记忆神经网络（Ｌｏｎｇ ｓｈｏｒｔ－ｔｅｒｍ ｍｅｍｏｒｙ，
ＬＳＴＭ）是一种特殊的 ＲＮＮ。 ＲＮＮ 在长序列训练中，
梯度随着距离增加逐渐减弱，整个模型的梯度被近

距离的梯度主导，难以学到远距离的依赖关系。
ＬＳＴＭ 通过门控设计，有选择地传递记忆信息，避免

了长序列训练中发生上述问题，在数据预测领域有

广泛的应用［６］。
传统的 ＬＳＴＭ 在 ｔ 时刻的细胞单元结构如图 ２

所示。 设计了 ３ 个门来保护或丢弃细胞的信息， 分

别是输入门（ ｉｔ）、遗忘门（ ｆｔ） 和输出门（ｏｔ）。 图 ２
中，ｘｔ 表示一个输入节点，用来对应一个特征参数，
在本文中代表影响红外热像仪运作的重要特征点，
ｈｔ 表示 ｔ时刻单元的信息输出向量，Ｃｔ 表示 ｔ时刻记

忆细胞的计算状态。
　 　 ＬＳＴＭ 通过 ３ 个阶段来传递信息。 对此拟做阐

释分述如下。
（１）第一阶段。 利用遗忘门丢弃细胞状态中不

需要的信息，对此可表示为：
ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （１）

　 　 其中， σ 为 ｓｉｇｍｏｉｄ 函数； Ｗｆ 为遗忘门系数权

重矩阵； ｈｔ －１ 为前一时刻的输出； ｘｔ 为此刻的输入；
ｂｆ 为遗忘门偏置矩阵。

（２）第二阶段。 选择记忆阶段，通过输入门来

选择将要更新的值，对此可表示为：
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１， ｘｔ］ ＋ ｂｉ） （２）

　 　 其中， ｉｔ 为输入门信息，σ 为 ｓｉｇｍｏｉｄ 函数； Ｗｉ

为输入门系数权重矩阵； ｈｔ －１ 为前一时刻输出； ｘｔ

为此刻的输入； ｂｉ 为输入门偏置矩阵。
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图 ２　 ＬＳＴＭ 单元结构

Ｆｉｇ． ２　 Ｔｈｅ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

　 　 创建一个新候选值向量 􀭾Ｃｔ， 加入到状态中，推
得的数学公式可写为：

􀭾Ｃｔ ＝ ｔａｎｈ（ＷＣ·［ｈｔ －１， ｘｔ］ ＋ ｂＣ） （３）
　 　 其中， ｔａｎｈ为数学函数；ＷＣ 为权重矩阵；ｈｔ －１ 为

前一时刻输出；ｘｔ 为此刻的输入；ｂＣ 为偏置矩阵。
更新细胞状态 Ｃｔ，将旧状态与遗忘门相乘，确

定需要丢弃的信息，并加上输入门的新候选值，得到

最新的状态，推得的数学公式见如下：

Ｃｔ ＝ ｆｔ∗Ｃｔ －１ ＋ ｉｔ∗Ｃ
～

ｔ （４）
　 　 其中， ｆｔ 为遗忘门信息； Ｃｔ －１ 为前一时刻细胞状

态； ｉｔ∗Ｃ
～

ｔ 为新候选值。
（３）第三阶段。 是输出阶段。 首先对输入进行

ｓｉｇｍｏｉｄ 函数运算，然后对细胞状态进行 ｔａｎｈ 函数

运算，并将两者输出相乘，得到最终输出信息 ｈｔ，数
学公式分别如下：

ｏｔ ＝ σ（Ｗｏ［ｈｔ －１， ｘｔ］ ＋ ｂｏ） （５）
ｈｔ ＝ ｏｔ∗ｔａｎｈ（Ｃｔ） （６）

　 　 其中， ｏｔ 为输出门信息；σ 为 ｓｉｇｍｏｉｄ 函数；Ｗｏ

为输出门权重矩阵；ｈｔ －１ 为前一时刻输出；ｘｔ 为此刻

输入；ｂｏ 为输出门偏置矩阵。
ＬＳＴＭ 通过 ３ 个阶段门状态的控制来传输状
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态，选择记忆有用信息，遗忘无用信息，减少特征丢

失，有效避免了长期依赖以及梯度消失的问题，更有

利于依据长期的数据进行预测分析。

２　 模型构建

２．１　 输入层设计

本文研究的医疗设备是医用红外热像仪，需要

确定会导致此类设备出现故障的主要影响因子作为

预测模型的输入。 结合此类设备的运行特征以及历

史故障的原因，确定的输入参数见表 １。
表 １　 模型输入参数表

Ｔａｂ． １　 Ｍｏｄｅｌ ｉｎｐｕｔ ｐａｒａｍｅｔｅｒｓ ｔａｂｌｅ

参数 参数名称

Ｕ 输入电压

Ｉ 输入电流

ＴＷｏｒｋ 工作温度

ＴＳｔｏｒｅ 储存温度

Ｈ 工作湿度

Ｆ 调焦控制信号

Ｃ 热像采集信号

Ｄ 诊断信号

２．２　 数据预处理

由于各项数据范围差别很大，随着训练的迭代，
模型难以收敛，梯度下降得比较慢，精度也不高，所
以需要对输入数据进行预处理。 本文使用数据归一

化处理，使得每个特征数据的分布都在 ０ ～ １ 之间，
基本趋于一致，有利于梯度下降，加快模型的收敛速

度，方法计算公式为：

ｘ∗ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（７）

　 　 其中， ｘ为实际值；ｘｍａｘ 表示该项数据中的峰值；
ｘｍｉｎ 表示该项数据中的最低值。
２．３　 模型设计

本文的预测模型采用 ＬＳＴＭ 加全连接层的结构

设计，由一层 ＬＳＴＭ 输入层、 α 层 ＬＳＴＭ 隐藏层和 ２
层全连接网络以及一个输出层组成，模型结构如图

３ 所示。 利用 ＬＳＴＭ 控制各项特征的长时记忆，并
结合全连接层将 ＬＳＴＭ 训练得到的输出向量进行维

度转换、特征深度融合。 采用 Ａｄａｍ 优化器进行优

化，利用梯度的一阶矩估计和二阶矩估计来改变各

个参数的学习率，各个参数在学习率的动态调整下

逐渐调到最优。
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图 ３　 ＬＳＴＭ 模型

Ｆｉｇ． ３　 ＬＳＴＭ ｍｏｄｅｌ

３　 实验与分析

３．１　 数据集

本实验的数据集选用某医院医用红外热像仪相

关数据，采用传感器采集以及调用仪器 ＳＤＫ 开发包

程序进行采集的方式收集了该设备 ８ 项特征点最近

一年的数据作为本实验的训练集和验证集。
３．２　 评价指标

为了准确地计算出模型预测数据与实际数据之

间的偏差， 本实验选用均方根误差（ＲＭＳＥ） 和平均

绝对百分比误差（ＭＡＰＥ） 来衡量实验的预测效果，
数学定义公式具体如下：

ＲＭＳＥ（Ｘ，ｈ） ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｈ（ｘｉ） － ｙｉ） ２ （８）

ＭＡＰＥ（Ｘ，ｈ） ＝ １００％ × １
ｎ∑

ｎ

ｉ ＝ １

ｈ（ｘｉ） － ｙｉ

ｙｉ

（９）

　 　 其中， ｈ（ｘｉ） 是模型的预测值，ｙｉ 是实际值。
３．３　 参数设置

经过多次调整模型参数并根据 ＲＭＳＥ 和 ＭＡＰＥ
的结果，选择了最优的模型参数配置，见表 ２。

表 ２　 参数设置表

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒｓ ｓｅｔｔｉｎｇ

参数名称 参数值

学习率 ０．００３

输入层单元数 ８

隐藏层单元数 ６４

输出层单元数 １

Ｂａｔｃｈ ｓｉｚｅ ８

优化器 Ａｄａｍ

训练次数 ３００
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３．４　 实验结果

利用训练集数据训练后统计的训练集损失结果

如图 ４ 所示。 从图 ４ 结果可知，该模型对数据的拟

合效果较好，模型的均方根误差在前几次迭代中快

速降低，然后逐渐缓慢降低。
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图 ４　 模型的训练集损失

Ｆｉｇ． ４　 Ｔｒａｉｎｉｎｇ ｌｏｓｓ ｏｆ ｔｈｅ ｍｏｄｅｌ

　 　 为了验证本实验模型的有效性，基于同一数据

集对 ＢＰ 神经网络、ＲＮＮ 神经网络等预测模型进行

对比实验，利用 ＲＭＳＥ和ＭＡＰＥ 指标进行评估，具体

评价结果见表 ３。
表 ３　 预测模型的评价结果

Ｔａｂ． ３　 Ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ

模型 ＲＭＳＥ ＭＡＰＥ ／ ％
ＢＰ ０．０６４ ８ ５．７２
ＲＮＮ ０．０３１ ９ ２．８４

ＬＳＴＭ－ＲＮＮ ０．０２３ ５ １．６９

　 　 实验结果表明，通过提取医用红外热像仪的

８项特征数据，并利用ＬＳＴＭ的模型进行训练的拟合

效果最佳， ＲＭＳＥ 值为０．０２３ ５， ＭＡＰＥ 值为 １．６９％。
相比于 ＢＰ、ＲＮＮ 等其他的神经网络预测模型，ＬＳＴＭ
预测模型的预测误差更小，性能更好。

４　 结束语

本文针对现有医疗设备故障预警研究存在的漏

报、误报、不及时报警等问题，提出了基于 ＬＳＴＭ 的

预警模型。 利用 ＬＳＴＭ 在长时记忆特征的优势对可

能影响医疗设备正常运行的特征数据进行深度学

习，给出特征的未来序列预测，分析设备可能发生的

故障，达到故障预警的目的。 通过对采集到的设备

特征数据进行实验，验证了本模型的高效预测性能，
对数据的拟合效果较好，预测准确度明显高于 ＢＰ、
ＲＮＮ 等预测模型。 该模型可为实现医疗设备的故

障预警提供了参考。
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