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基于强化学习和神经网络的导频功率动态优化

李　 烨， 肖梦巧

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 为了更好地实现用户对移动通信网络的无线接入，合理分配基站导频功率十分重要，本文研究了无线接入网中基站

导频功率的动态优化问题，设计了一种结合强化学习和神经网络的导频功率优化模型，以感知无线接入网的变化。 其次，利
用 Ｑ 学习算法来维持基站与外部环境的连接和信息交互；在 Ｑ 学习算法中，利用神经网络学习 Ｑ 值，避免了状态爆炸问题；最
后设计了关键性能指标保护机制和回退机制，以满足工程要求。 仿真结果表明，提出方案能很好地适应无线网络频繁变化，
并获得显著的性能增益。
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０　 引　 言

由于 ５Ｇ 研究的全面发展、无线接入技术的多

样化和频谱资源的整合， 无线接入网［１］ （ Ｒａｄｉｏ
Ａｃｃｅｓｓ Ｎｅｔｗｏｒｋ， ＲＡＮ）在处理性能、协调能力和业

务部署等方面面临着新的挑战。 因此，ＲＡＮ 架构需

要取得显著进展，以满足未来的各种需求。 同时，云
计算、大数据和虚拟化技术在核心网络中的应用，为
ＲＡＮ 架构的演进提供了坚实的基础。

为了更好地实现用户对移动通信网络的无线接

入，合理分配基站导频功率十分重要，因其影响着网

络的覆盖。 作为下行链路功率的一部分，导频功率

与其它下行信道共享额定的基站功率。 一方面，过

多的导频功率分配会增加小区重叠区域，从而导致

下行链路干扰和小区重叠区域的增加，这也可能将

导致导频污染问题［２］；另一方面，导频能力不足将

导致覆盖漏洞，从而减少所支持的业务。
为了实现网络性能的最大化，一些专家学者对

导频功率分配优化问题进行了研究。 Ｍａ 等人［３］ 以

渐近信干噪比为目标，将导频分配问题表述为最小

权重多指标分配问题。 该方案提高了系统性能，但
算法复杂度较高。 为了降低导频分配算法的复杂

度，Ｏｍｉｄ 等人［４］ 提出一种低复杂度的导频分配策

略，采用 ＳＣＰ 的迭代，构造求解局部优化的非凸问

题，有效降低了迭代算法的复杂度。 Ｊａｎｇ 等人［５］ 提

出的中下行多用户、多输入、多输出系统的节能设



计，考虑了导频功率、数据功率和速率自适应。 Ｌｉｕ
等人［６］通过优化导频功率配置，使基站总功率更加

合理。 在 ＲＡＮ 中，导频功率一般是依靠人工经验进

行配置，后期再根据需求逐步进行人工优化。 由于

小区导频功率变化后，会同步影响周边邻区。 如果

导频功率配置过大，会对邻区造成干扰；导频功率配

置过小，又会造成覆盖空洞。 因此，导频功率优化不

能仅针对单小区进行处理，还要对整网或整片区域

进行联合动态优化。
基于此，本文提出了一种基于强化学习和神经

网络的导频功率动态优化方案，设计了一种结合强

化学习和神经网络的新型模型。 该模型研究了导频

功率与网络性能增益之间的关系，通过最大化网络

性能来适应连续变化的 ＲＡＮ 环境；以网络环境状态

和导频功率调整值作为 Ｑ 学习的输入，网络流量和

容量作为输出。 由于 Ｑ 表不适用连续状态空间，因
此结合神经网络，将状态和动作映射到 Ｑ 值，使得

整个系统更加灵活。 此外，为了确保网络的稳定性

和连续调整导频功率的可行性，通过有效分析历史

数据，并充分利用所获得的实时数据，提出了关键性

能指标（Ｋｅｙ Ｐｅｒｆｏｒｍａｎｃｅ Ｉｎｄｉｃａｔｏｒ， ＫＰＩ） 保护机制

和回退机制，以满足工程要求。

１　 系统模型

假设一个覆盖区配置一个中心小区和被动联动

调整小区。 中心小区根据本小区配置和负载状态以

及被动联动调整小区的负载状态，进行导频功率联

动调整，从而优化覆盖区的网络性能，实现覆盖区内

基站间的负载均衡。
覆盖区包含数据模块和导频模块。 其中，数据

模块负责采集各类数据（如基站配置数据等），在 Ｑ
学习算法和 ＫＰＩ 保护机制中使用，历史数据也用于

ＫＰＩ 基线计算；导频模块与数据模块交互，获取运行

环境中所有网络状态信息，实时识别神经网络模块

的状态。 Ｑ 学习算法在每次迭代中向导频模块提供

最优的导频功率调整动作，从而根据神经网络的输

出获得良好的 ＲＡＮ 性能增益。

２　 算法描述

２．１　 参数

Ｑ 学习是最流行的强化学习算法之一，旨在处

理马尔科夫决策过程问题［７］。 本文将每个小区的

基站建模为智能体，每个基站维护自己的 Ｑ 值表，
以降低优化复杂度。 结合 Ｑ 学习模型中智能体、环

境、动作、状态及奖励五大元素，对该问题进行建

模［８］。 与 Ｑ 学习相关的所有参数定义如下：
（１）智能体：智能体通过与环境进行交互获取

奖励值 （ ｒｅｗａｒｄ）， 来学习改善自己的策略，从而获

得该环境下最优策略。 在导频功率优化问题中，将
每个小区基站作为一个智能体。

（２）环境：本文将 ＲＡＮ 作为与智能体进行交互

的环境。
（３）状态：每个智能体都有各自的状态向量。

本文基站的状态向量可定义为如下五元组：
ｓｉ ＝ ｚ１，ｚ２，ｚ３，ｚ４，ｚ５[ ] （１）

　 　 其中， ｚ１ 为小区网络 ＴＣＰ 负载； ｚ２ 为用户设备

数量； ｚ３ 为当前导频功率； ｚ４、ｚ５ 分别表示参考信号

接收功率（Ｒｅｆｅｒｅｎｃｅ Ｓｉｇｎａｌ Ｒｅｃｅｉｖｉｎｇ Ｐｏｗｅｒ， ＲＳＲＰ）
分布的均值和方差； ｓｉ 表示基站采用某一个动作后，
同覆盖区内所有小区中用户导频功率分配状态。

（４）动作：每个智能体都有一个动作集合 Ａ， 即

每个小区基站对本小区用户进行导频功率分配的调

整值集合，定义为：
ａｉ ∈ Ａ （２）

　 　 导频功率的最大值和最小值限制可表示为：
Ｍａｘｉｍｕｍ ＝ ＭａｘＢＳｐｏｗｅｒ·ｒｍａｘ

Ｍｉｎｉｍｕｍ ＝ ＭａｘＢＳｐｏｗｅｒ·ｒｍｉｎ
{ （３）

　 　 其中， ｒｍａｘ 和 ｒｍｉｎ 分别表示导频功率与基站功率

的最大和最小比值。 调整后的导频功率应限制在一

定范围内，即： Ｍｉｎｉｍｕｍ，Ｍａｘｉｍｕｍ[ ] 。 对于超出

最大值或最小值的值，将其调整为最大值或最小值。
（５）奖励：表示智能体在当前状态下选择动作

获得的收益、即网络增益，由流量和容量两部分组

成。 由于接入 ＲＡＮ 的用户设备数量在不断变化，系
统需要消除网络波动和附加增益（正 ／负增益）的影

响，因此在奖励计算中引入相对增益的概念，以保证

算法带来增益。
定义 １　 相对 ＲＡＮ 流量增益 　 数学定义式可

写为：
ｒＴ ＝ Ｔｉ ＋１ ／ Ｌｉ ＋１ － Ｔｉ ／ Ｌｉ( ) ／ Ｔｉ ／ Ｌｉ( ) （４）

　 　 其中， ｒＴ 是各状态 ｉ到状态 ｉ ＋ １之间的相对流量

增益； Ｔｉ 表示网络业务（如呼叫建立）数量的网络流

量； Ｌｉ 为 ＢＳ 的 ＴＣＰ 负载，表示网络资源的利用率；
Ｔｉ ／ Ｌｉ 反映单位资源占用下，ＢＳ 支持的业务数量。

定义 ２　 相对 ＲＡＮ 容量增益 　 数学定义式可

写为：
ｒＣ ＝ Ｃ ｉ ＋１ － Ｃ ｉ( ) ／ Ｃ ｉ （５）

　 　 其中， ｒＣ 表示状态 ｉ 到状态 ｉ ＋ １ 的相对容量增
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益， Ｃ ｉ 为网络容量，描述了基站支持的最大网络吞

吐量。
因此，奖励由 ＲＡＮ 相对流量增益 ｒＴ 和 ＲＡＮ 相

对容量增益 ｒＣ 共同计算，即：
ｒｉ ｓｉ，ａｉ，ｓｉ ＋１( ) ＝ ω·ｒＴ ＋ １ － ω( )·ｒＣ （６）

　 　 其中， ω ∈ ０，１[ ] 量化了 ２ 部分重要性之间的

权衡。
２．２　 Ｑ 学习与神经网络联合优化算法

在 Ｑ 学习中，估计动作值函数 Ｑ ｓ，ａ( ) 用来学

习最优导频功率分配方案，从而在执行动作 ａ 的状

态中获得最大期望奖励。 换言之，在每个步骤 ａ 处

选择使函数 Ｑ ｓ，ａ( ) 最大化的动作。 Ｑ ｓ，ａ( ) 的更新

为：
Ｑ ｓ，ａ( ) ＝ Ｑ ｓ，ａ( ) ＋ α ｒ ＋ γ ｍａｘ

ａ′
Ｑ ｓ′，ａ′( ) － Ｑ ｓ，ａ( )[ ]

（７）
其中， ａ 表示当前动作； ｓ 表示当前状态； ａ′ 表

示状态中任何可能的动作； ｓ′ 表示采取行动后的新

状态； ｒ 是在状态 ｓ 下根据特定动作 ａ 获得的立即奖

励； α ∈ ０，１[ ] 表示学习率； γ ∈ ０，１[ ] 表示延迟

与立即奖励的相对值的折扣因子。
动作选择机制，负责选择代理执行的操作。 在

本文中，采用 ε － 贪婪策略，对应的数学公式如下：

ａｉ ＝
ｒａｎｄｏｍ ａ ｆｒｏｍ Ａ　 　 　 ｉｆ ξ ＜ ε
ａｒｇ ｍａｘａ∈Ａ ｓ( ) Ｑ ｓ，ａ( ) 　 ｏｔｈｅｒｗｉｓｅ{ （８）

　 　 其中， ε∈ ０，１[ ] 为固定概率； ξ∈ ０，１[ ] 表示

时间步长 ｉ 上的一致随机数； Ａ 为可选择的动作集。
该规则利用概率 １ － ε( ) 选取最佳动作，利用概率

ε 进行探索。
在迭代过程中， Ｑ 学习算法通常使用 Ｑ 表来储

存不同时刻的状态动作值。 这一算法在面对大规模

数据空间或连续数据的任务时非常低效。 因此，在
导频功率优化问题中，采用 Ｑ 表单独存储每个 Ｑ 因

子是并不现实的。 本文利用非线性函数来近似

Ｑ ｓ，ａ；θ( ) ，这里的 θ 描述了近似的可调参数。 在此

情况下，通常利用神经网络处理状态空间爆炸问

题［９］，神经网络结构如图 １ 所示。

States1

Statesi

Statesn

Actional

NeuralNetwork
Output

Q(S,a1)

Q(S,al)

Q(S,am)

Input

图 １　 神经网络结构

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

　 　 由图 １ 可以看出，神经网络的输入是模型和导

频功率调整前的状态， 输出是导频可以采取的每个

动作的Ｑ值。 根据Ｑ学习算法选择导频功率最优动

作，智能体从环境中获得真正的收益。
综合前述可知，通过实际回报与预测回报之间

的误差训练算法权重，并在迭代过程中利用梯度下

降法进行更新。
研究推得，神经网络模型的输入为：

Ｘ ＝ ｓ１，…，ｓｉ，…，ｓｎ，ａｌ[ ] （９）
　 　 其中， ｓ ＝ ｓ１，…，ｓｉ，…，ｓｎ( ) 表示实际状态映射

到状态空间 ｓ，ａｌ ∈ Ａ 是智能体在该状态下可以采取

的动作。

神经网络模型的输出为基于状态 ｓ 的 Ｑ 学习算

法的 Ｑ 值。 此外，神经网络采用直接梯度下降法更

新参数。 在 Ｑ 学习中，通过最小化样本上的损失函

数来训练神经网络，其损失函数公式见如下：
Ｌ θ( ) ＝ ｛（（ ｓ，ａ） ＋ α·［ ｒ ＋ γ ｍａｘ

ａ′
Ｑ（ ｓ′，ａ′） －

Ｑ（ ｓ，ａ）］） － Ｑ′（ ｓ，ａ）｝ ２ （１０）
其中， Ｑ（ ｓ，ａ） 是预测值， Ｑ′（ ｓ，ａ） 是真实值。
利用神经网络估计每个动作的价值函数 Ｑ（ ｓ，

ａｌ） ，采用动作的函数值 ａｌ 进行估计。 进而传统的 Ｑ
学习算法中的 Ｑ 表被替换为：
Ｑ（ ｓ，ａ） ＝ ［Ｑ（ ｓ，ａ１），…，Ｑ（ ｓ，ａｉ），…，Ｑ（ ｓ，ａｍ）］

（１１）
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２．３　 ＫＰＩ 保护机制

实际应用中，在不出现急剧恶化的情况下， 网

络性能通常表现为某些 ＫＰＩ指标。 该模型提供各种

ＫＰＩ 保证，并为每个 ＫＰＩ 定义一个基线。 如果导频

功率调整后，ＫＰＩ 的计算值低于基线，则奖励为 ０。
因此，奖励功能改进为：
ｒｉ ｓｉ，ａｉ，ｓｉ ＋１( ) ＝ ω·ｒＴ ＋ （１ － ω）·ｒＣ{ }·Πｆ（ＫＰＩｉ，ｊ）

（１２）
其中， ｆ ｘ( ) 为单位步长函数， 使 ＫＰＩ 服从正态

分布。
因此， ξＫＰＩ ｊ 为 ＫＰＩ ｊ 的基线，基线 ξＫＰＩ ｊ 为：

ξＫＰＩ ｊ ＝ μ ｊ － ３σ ｊ （１３）
　 　 其中， μｉ 和 σｉ 分别是从数据模块中得到的历史

数据， 经计算得出的 ＫＰＩ 平均值和标准差，结果值

见表 １。

表 １　 ６ 个关键性能指标

Ｔａｂ． １　 Ｓｉｘ ｋｅｙ ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｉｃａｔｏｒｓ

类别 中文名称 英文缩略语

ＳＥＲ ＲＲＣ 建立成功率 ＲＲＣ＿ＳＥＲ

ＰＳ 无线接入承载建立成功率 ＰＳ＿ＲＡＢ＿ＳＥＲ

ＣＳ 无线接入承载建立成功率 ＣＳ＿ＲＡＢ＿ＳＥＲ

ＣＤＲ ＰＳ 业务掉话率 ＰＳ＿ＣＤＲ

ＣＳ 业务掉话率 ＣＳ＿ＣＤＲ

——— ＡＭＲ 语音话务量 ＡＭＲ． Ｅｒｌａｎｇ

２．４　 协同优化

在 ＲＡＮ 中，由于用户设备的位置在不断移动，
同时导频功率的调整将影响基站服务范围，因此需

要进行软切换操作。 软切换比例［９－１０］在一定程度上

能较好地反映基站的活跃度，基站的软切换比例越

高，用户在基站的覆盖范围内进行的通信越多，基站

对覆盖区域网络性能的考量就越重要。 在进行整体

性能优化时，需要考虑软切换比例所连接的所有基

站之间的协同优化。 则奖励函数计算为：

ｒｉ ｓｉ，ａｉ，ｓｉ ＋１( ) ＝ ∑
ｋ

ｔ ＝ １
ηｔ·ｒｔ ｓｔｉ，ａｔ

ｉ，ｓｉ ＋１ ｔ( ) （１４）

其中， ｒｔ ｓｔｉ，ａｔ
ｉ，ｓｉ ＋１ ｔ( ) 是 ＢＳ 的奖励 （可按式

（１２）计算）； ｋ 为覆盖区内 ＢＳ 的个数； ηｔ 为 ＢＳ ｔ 的
软切换比例，可按式（１５）计算得到：

ηｔ ＝
Ｎｔ

Ｎａｌｌ
（１５）

　 　 其中， Ｎｔ 是用户设备从其它 ＢＳ 到 ＢＳ ｔ与 ＢＳ 到

其它 ＢＳ 的软切换次数之和； Ｎａｌｌ 是所有 ＢＳ 之间的

软切换次数之和。
结合式（１２）、（１４）和（１５），整个覆盖区（所有

相邻 ＢＳ）的奖励函数为：

　 ｒｉ（ ｓｉ，ａｉ，ｓｉ ＋１） ＝ ∑
ｋ

ｔ ＝ １

Ｎｔ

Ｎａｌｌ
｛ω［（Ｔｉ ＋１，ｔ ／ Ｌｉ ＋１，ｔ －

　 　 Ｔｉ，ｔ ／ Ｌｉ，ｔ） ／ （Ｔｉ，ｔ ／ Ｌｉ，ｔ）］ ＋ （１ － ω）［（Ｃ ｉ ＋１，ｔ －
　 　 Ｃ ｉ，ｔ） ／ Ｃ ｉ，ｔ］｝·Π ｆ（ＫＰＩｉ，ｊ，ｔ） （１６）
２．５　 ＫＰＩ 回退机制

回退是指模型将任务回退到原来的状态，是动态

调整系统中的重要机制之一［１１］。 回退机制增强了系

统的灵活性，提高了模型在复杂情况下的动态处理能

力。 本文结合 Ｑ 学习算法中的回退机制，通过式

（１６）评估 ＲＡＮ 性能，若调整后 ＲＡＮ 流量和容量下降

２０％或 ＫＰＩ 下降到基线以下，则执行回退机制。 如果

采用回退机制，模型状态不做调整，基站导频功率会

恢复到上次的时间 ｉ 值。 换言之，实际动作 ａ″
ｉ 与 Ｑ学

习算法直接给出的动作 ａｉ 不同，使用实际发送到导频

功率模型的动作更新，调整神经网络损失函数：
Ｌ（θ） ＝ ｛（Ｑ（ ｓ，ａ″） ＋ α［ ｒ ＋ γｍａｘＱ（ ｓ′，ａ″） －

Ｑ′（ ｓ，ａ″）］） － Ｑ′（ ｓ，ａ″）｝ ２ （１７）
Ｑ 值定义为：

Ｑ（ ｓ，Ａ） ＝ ［Ｑ（ ｓ，ａ１），…，Ｑ（ ｓ，ａ″），…，Ｑ（ ｓ，ａｍ）］
（１８）

其中，Ｑ（ｓ′，ａ″） 为最佳动作选择 ａｌ 和状态 ｓ下新的

Ｑ值。 在有回退机制时，用Ｑ（ｓ′，ａ″） 替换Ｑ（ｓ′，ａｌ）。

３　 仿真结果与分析

３．１　 仿真参数设置

本文通过冷启动仿真和模型试验，给出了导频

功率动态优化仿真中的设置参数：导频功率与基站

功率的最小和最大比值 ｒｍｉｎ 和 ｒｍａｘ 分别为 ５％和

２０％，系统模型的生命周期 Ｔ 为 ２４ ｈ，折扣因子 ω 为

０．７，覆盖区基站数量 ｋ 为 １０。 神经网络的输入范围

与 ＫＰＩ 的均值和标准方差分别见表 ２、表 ３。
表 ２　 神经网络的输入范围

Ｔａｂ． ２　 Ｔｈｅ ｉｎｐｕｔ ｒａｎｇｅｓ ｏｆ ｔｈｅ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ

输入 范围

ＴＣＰ 负载 ０，１( ]

用户设备数量 ０，１５０[ ]

导频功率 ／ ｄＢｍ ３０，３６[ ]

ＲＳＲＰ 均值 ５０，１５０[ ]

ＲＳＲＰ 标准方差 —

导频功率动作 Ａ ／ ｄＢ － ２， － １，０，１，２[ ]
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表 ３　 ＫＰＩ的均值和标准方差

Ｔａｂ． ３　 Ｔｈｅ ｍｅａｎｓ ａｎｄ ｓｔａｎｄａｒｄ ｖａｒｉａｎｃｅｓ ｏｆ ｔｈｅ ＫＰＩｓ

ＫＰＩ 中文名称 英文缩略语

ＲＲＣ＿ＳＥＲ ０．９９８ ４０７ ０．００８ ８４６

ＰＳ＿ＲＡＢ＿ＳＥＲ ０．９９９ ３７６ ０．０００ ６２９

ＣＳ＿ ＲＡＢ＿ＳＥＲ ０．９９９ ４７７ ０．００３ ３５３

ＰＳ＿ＣＤＲ ０．０４９ ５９６ ０．００３ ５７８

ＣＳ＿ＣＤＲ ０．００１ １６３ ０．０００ ３９５

ＡＭＲ． Ｅｒｌａｎｇ １ ３９７．８４６ ５００ ８９７．２６５ ６００

３．２　 性能分析

图 ２ 给出了冷启动期间的每代通信量。 图 ２
中，实线对应使用预训练得到的权重初始化神经网

络的情况，虚线对应随机初始化神经网络的情况。
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图 ２　 导频功率优化

Ｆｉｇ． ２　 Ｐｉｌｏｔ ｐｏｗｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ

　 　 由图 ２ 可见，冷启动过程中使用的离线数据集

合是在密集区域中心，负荷高。 用户设备位置在基

站中随机均匀分布，因此容量是恒定的，冷启动效果

可以通过对比流量来体现。 具有随机参数的神经模

型经过约 ４５ 次迭代后几乎收敛，神经网络的收敛速

度明显提高。 从图 ２ 中实线可以看出，经过 １０ 次左

右的迭代后，网络流量增益可以提升约 ６．２％。
　 　 导频功率的结果对比如图 ３ 所示。 从图 ３ 中可

以看出：导频功率是下调的，调整后的大多数基站导

频功率为 ３０ ｄＢｍ，该结果与预期一致，说明导频功

率配置更高效、更稳定。 冷启动方法可以作为神经

网络的初始权重，从而提高早期模型的效率。
　 　 具有神经网络的 Ｑ 学习算法进行导频功率优

化的结果如图 ４、图 ５ 所示。 图 ４、图 ５ 中包括不同

网络波动和用户数。
　 　 从图 ４、图 ５ 可以看出：相对流量增长 ７％，相对

容量增长 １６％。 结果表明，该模型能够有效地解决

基站导频功率动态实时调整问题，并在获得更多话

务量和充足容量的同时，获得了更好的网络性能。
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图 ３　 导频功率对比
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图 ４　 相对流量增益 ｒＴ 前后对比
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图 ５　 相对容量增益 ｒＣ 前后对比

Ｆｉｇ． ５　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｌａｔｉｖｅ ｃａｐａｃｉｔｙ ｇａｉｎ ｒＣ

　 　 研究得到的各指标的 ＫＰＩ 对比如图 ６ 所示。 由

图 ６ 中每个 ＫＰＩ 的比较显示可以看出，本文选取的

ＫＰＩ 指标，可以有效反映网络性能的稳定性和用户

接入的可靠性。 显然，部署后 ＫＰＩ 值更稳定。
在测试期间，各指标均值和标准差见表 ４、表 ５，

可见各指标值均得到改善，表明本文提出的系统模

型在保证关键性能指标稳定性的同时，提高了当前

网络的性能，进而为智能基站的发展打下基础。
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表 ４　 ＫＰＩ的均值对比

Ｔａｂ． ４　 Ｔｈｅ ａｖｅｒａｇｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＫＰＩｓ

ＲＲＣ＿ＳＥＲ ＰＳ＿ＲＡＢ＿ＳＥＲ ＣＳ＿ＲＡＢ＿ＳＥＲ ＰＳ＿ＣＤＲ ＣＳ＿ＣＤＲ ＡＭＲ． Ｅｒｌａｎｇ

Ｂｅｆｏｒｅ ０．９９８ ４１７ ０．９９９ ３９ ０．９９９ ３６６ ０．０５０ ６２２ ０．００１ ０７３ １３ ４６８．８０３ ６

Ａｆｔｅｒ ０．９９８ ７７７ ０．９９９ ４０ ０．９９９ ６５７ ０．０４９ ２００ ０．０００ ８８１ １３ ６７４．３４５ ９

表 ５　 ＫＰＩ标准方差对比

Ｔａｂ． ５　 Ｔｈｅ ｓｔａｎｄａｒｄ ｖａｒｉａｎｃｅｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＫＰＩｓ

ＲＲＣ＿ＳＥＲ ＰＳ＿ＲＡＢ＿ＳＥＲ ＣＳ＿ＲＡＢ＿ＳＥＲ ＰＳ＿ＣＤＲ ＣＳ＿ＣＤＲ ＡＭＲ． Ｅｒｌａｎｇ

Ｂｅｆｏｒｅ ０．０００ ８７４ ０．０００ ７２９ ０．０００ ３０５ ０．００３ ５６９ ０．０００ ３８５ ９２７．６８７ ６

Ａｆｔｅｒ ０．０００ １２０ ０．０００ ５４７ ０．０００ ０４５ ０．００１ ４０１ ０．０００ ０５５ ８２７．２６５ ６
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（a）RRC_SER （b）PS_RAB_SER

（c）CS_RAB_SER （d）PS_CDR

（e）CS_CDR （f）AMR.Erlang

图 ６　 ＫＰＩ对比
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４　 结束语

本文研究了强化学习与神经网络联合优化导频

功率的方法。 在 ＲＡＮ 中，设计了一个基站覆盖区系

统模型，建立了导频功率与网络性能的关系，使得网

络流量和容量最大化；在 Ｑ 学习奖励计算中提出了

相对增益的概念，并利用软切换比例将同覆盖区基

站进行协同优化；利用神经网络解决了 Ｑ 表状态空

间爆炸问题；增加冷启动程序，以减少算法参数随机

化的影响。 此外，提出了 ＫＰＩ保护和回退机制，保证

导频功率部署的稳定性和可靠性。 仿真结果表明，
所提算法能够很好地解决基站导频功率的动态调整

问题，在 ＲＡＮ 环境变化中取得了很大的优势。 后续

将考虑导频功率与小区实际覆盖情况和小区边缘用

户分布的影响，进一步优化基站导频功率。
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