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摘　 要:
 

随着信息化技术的发展,许多在线交易平台都可以提供高频的实时交易数据,为基于大数据的高频交易数据的波动

率研究提供了基础。 使用机器学习和深度学习算法分析大量的交易数据,建立波动率预测模型,可以帮助投资者更好地把握

市场风险和机会,但金融高频交易数据存在大量噪声和非平稳性,导致模型的预测效果不佳。 针对以上问题,本文构建了基

于降噪自动编码器和不稳定注意力机制的深度学习模型,并利用该模型对高频交易数据波动率预测。 实验结果表明该模型

相较于常用的机器学习和深度学习方法拥有更准确的预测效果。
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Abstract:
 

With
 

the
 

development
 

of
 

information
 

technology,
 

many
 

online
 

trading
 

platforms
 

can
 

provide
 

high-frequency
 

real-time
 

trading
 

data,
 

which
 

provides
 

a
 

basis
 

for
 

the
 

study
 

of
 

volatility
 

based
 

on
 

high-frequency
 

trading
 

data
 

of
 

big
 

data.
 

Many
 

scholars
 

use
 

machine
 

learning
 

and
 

deep
 

learning
 

algorithms
 

to
 

analyze
 

a
 

large
 

amount
 

of
 

trading
 

data
 

to
 

establish
 

volatility
 

forecasting
 

models,
 

helping
 

investors
 

to
 

better
 

grasp
 

market
 

risks
 

and
 

opportunities.
 

However,
 

financial
 

high-frequency
 

trading
 

data
 

has
 

a
 

lot
 

of
 

noise
 

and
 

non-stationarity,
 

which
 

leads
 

to
 

poor
 

predictive
 

performance
 

of
 

models.
 

To
 

address
 

these
 

issues,
 

This
 

paper
 

constructs
 

a
 

deep
 

learning
 

model
 

based
 

on
 

noise
 

reduction
 

autoencoder
 

and
 

unstable
 

attention
 

mechanism,
 

and
 

uses
 

this
 

model
 

to
 

predict
 

the
 

volatility
 

of
 

high- frequency
 

trading
 

data.
 

The
 

experimental
 

results
 

show
 

that
 

this
 

model
 

has
 

more
 

accurate
 

predictive
 

performance
 

than
 

commonly
 

used
 

machine
 

learning
 

and
 

deep
 

learning
 

methods.
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0　 引　 言

金融市场的波动率指的是资产价格的波动程

度,衡量的是金融产品价格围绕其平均值波动的程

度,是金融市场的基本属性之一。 波动作为金融市

场与生俱来的基本属性,不仅影响投资者的风险偏

好,也直接关系到金融产品的价格,自 2008 年全球

金融危机后再次成为学术界关注的焦点[1] 。 在金

融市场中,较高的波动率通常意味着高风险,因此波

动率的测量和预测对于金融机构和投资者来说是非

常重要的。 较高的波动率也会对金融市场的稳定性

造成威胁,可能会导致大规模的投资组合损失和市

场崩盘,因此正确地测量和预测波动率对于金融稳

定性和风险管理至关重要[2-4] 。
高频交易数据相较于低频数据来说,其数据量

非常大,具有非常高的频率和密度,而且还有微结构

噪音等因素的干扰,数据的方差在不同的时间段内

会发生很大变化,导致其中包含了大量的噪声和跳

跃[5-6] 。 在对高频交易数据进行波动率预测的过程

中,对金融高频交易数据进行去噪是一个重要步骤;
其次,高频交易市场是一个高度动态的市场,交易者

的行为和策略在短时间内不断发生变化,导致数据



的波动性非常大,使得交易数据呈现出非平稳的状

态,而模型很难从非平稳数据获取有利信息,从而无

法准确的进行预测分析,因此在建模预测的时候需

要进行平稳化[7] 。 但是,传统的平稳化方法类似于

移动平均法、k 阶差分法等用在订单簿和交易数据

上,很可能会有过度平稳化的问题,可能会导致模型

不能学习到数据的区分度,从而降低模型的预测能

力,导致模型的预测效果不佳。
针对高频交易数据存在噪声和非平稳性的特

点,本文提出了基于降噪自动编码器和不稳定注意

力机制的高频交易数据波动率预测模型。 首先,将
存在噪声的数据带入降噪自动编码器模块进行训

练,使得编码器能够学习到数据中的噪声并输出降

噪后的数据,解决了金融高频数据存在大量噪声的

问题;其次,引入不稳定注意力机制学习序列信息,
通过改变权重来还原数据中的非平稳属性,并在

Transformer 中编码器注意力层之后引入混合卷积层

帮助不稳定注意机制捕捉序列中的时空关系,以此

来增强非平稳变压器的表现,解决非平稳数据影响

模型性能的问题,提高模型的性能。

1　 相关研究

近年来,许多针对金融高频交易数据波动率预测

的深度学习模型的研究取得了很大的进展。 2014 年,
Kercheval 等[8]提出了两种支持向量机模型,一种是基

于价格级别信息的模型,另一种是基于时间序列信息

的模型,用于建模和预测高频限价订单簿的数据,从而

提高了对市场深度和价格波动的预测能力;2016 年,
Wang

 

L 等[9] 将 SDA(Stacked
 

Denoising
 

Autoencoders)
应用于高频时间序列的预测,提出了一种自动更新

SDA 模型训练数据集的方法,证实了DNN(Deep
 

Neural
 

Network)神经网络在高频时间序列的预测性;2018 年,
Zhou

 

X 等[10]将生成对抗网络用于股票预测,通过大量

的实验表明对抗神经网络进行股票波动率预测,可以

取得显著的效果;2021 年,Yang 等[11] 在使用订单簿的

数据来预测金融时间序列的工作中,提出了一种基于

自适应学习的方法,并通过实验验证了该方法在预测

金融高频时间序列方面比传统方法表现更好,能够有

效的提高预测精度和计算效率。
随着深度学习时间序列预测模型的不断发展,

金融高频交易数据波动率预测任务得到越来越多的

关注,但由于金融高频交易数据存在大量的噪声和

非平稳性的问题导致数据分布产生偏移,应采取相

应的措施进行处理。

2　 模型

2. 1　 模型总体网络结构

针对金融高频交易数据中存在大量噪声和非平

稳数据的问题,本文提出了基于降噪自动编码器和

不稳定注意力机制的金融高频交易数据波动率预测

模型, 总 体 框 架 如 图 1 所 示。 该 模 型 将 DAE
(Denoising

 

Autoencoder)与非平稳变压器相结合,首
先将原数据添加高斯噪声后带入降噪自动编码器中

进行训练,使得模型能够识别数据中的噪声,并对数

据进行降噪和降维;其次,对降噪后的数据进行平稳

化处理,同时计算不同时间窗口数据中的均值和标准

差信息,并利用这些信息计算控制变量 τ 和移位向量

Δ,将 τ 和 Δ带入不稳定注意力机制来区别不同时间

窗口的数据, 使得模型能够学习到数据之间的差异

性,并在注意力机制后添加混合卷积层,增强模型的

表达能力;最后,根据不同时间窗口的均值和标准差

对输出的结果进行还原,提高模型的预测精度。
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图 1　 预测模型总体框架

Fig.
 

1　 Overall
 

framework
 

of
 

the
 

prediction
 

model
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2. 2　 降噪自动编码器模块

在金融高频交易数据的波动率预测问题中,由
于数据中存在大量的噪声信息,导致模型的预测误

差较大,尤其是在测试集验证模型效果时,预测的结

果往往较低。 对金融高频数据进行数据降噪并且不

丢失数据中的重要信息是一个需要解决的问题。
为了对金融高频交易数据进行数据去噪,需要

让降噪自动编码器能够识别出数据中的噪声[12] 。
因此,本文对交易数据因子特征向量序列 X = (x1,
x2,x3,…,xt) 添加高斯噪声,用下式表示:

x′ = x + 􀆠 (1)
　 　 其中, x 是原始因子特征数据; x′ 为添加噪声后

的数据;
  

􀆠 是服从均值为 0,方差为 σ2 的高斯分布随

机噪声, 􀆠 ~ N(0,σ2)。
为了增强金融高频交易数据中因子特征的表达

能力,得到数据中的潜在的因子特征信息,需要将添

加高斯噪声后的数据映射到一个低维度的因子特征

向量序列 H = (h1,h2,h3,…,ht), 编码器通过下式

来实现对数据的映射:
h = f(Wx + b) (2)

　 　 其中, W 是权重矩阵; b 是偏置向量; f 是激活

函数 sigma。
最后,根据解码器的参数和权重对因子特征向

量进行解码,并对解码后的因子特征向量和原始噪

声因子特征进行最小化重构误差,根据重构的结果

来调整编码器和解码器的权重和参数,最小化重构

误差可以通过下式表示:

L x,x′( ) = 1
T ∑

T

t = 1
‖xt - x̂t‖2 (3)

　 　 其中,‖为欧几里得范数; T 为每一个因子特

征向量; x̂t 为解码器解码后的因子特征向量。
降噪自编码器网络结构如图 2 所示。
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图 2　 降噪自编码器网络结构

Fig.
 

2　 Denoising-AutoEncoder
 

network
 

structuree

　 　 DAE 训练完成之后,将输入向量序列 x 输入到

编码器中,使用编码器的输出 h 作为时间序列的低

维表示,这个低维表示了数据的有用因子特征,同时

过滤掉了噪声,提高了模型的预测精度。
2. 3　 规范化模块

对高频交易数据去噪处理后,需要应用一个可

学习的缩放和平移操作模块对低维因子特征向量进

行归一化处理。 由于高频交易数据存在非平稳时间

序列,其均值和标准差可能会随时间变化而变化。
为了消除其在不同时间点上的尺度差异,使得数据

更易于比较和分析,在规范化的过程中需要考虑时

间变化的因素。 对于一个非平稳时间序列 xt, 其 t
时刻的规范化值计算公式如下:

zt =
xt -μt

σt
(4)

　 　 其中, μt 和 σt 分别代表时间序列 xt 在 t 时刻的

均值和标准差。
由于均值和标准差会随时间变化而变化,因此

需要计算每个时刻的均值和方差。 使用滑动窗口的

方式来计算均值和标准差,具体流程如下:设滑动窗

口大小为 ω ,则在时刻 t 的均值和标准差需要通过

下式表示:

μt =
1
ω ∑

t

i = t-ω+1
xi (5)

σt =
　

1
ω ∑

t

i = t-ω+1
xi -μt( ) μ2 (6)

　 　 其中, ω 是滑动窗口的大小, i 是窗口中的时间

序列的下标。
2. 4　 注意力模块

1)不稳定注意力机制

传统的 Transformer 模型中注意力权重是固定

不变的, 即每个 Query 向量和每个 Key 向量之间的

相似度是固定的, 不会随着序列位置的变化而改

变[13] 。 而金融高频交易数据中的非平稳部分的数

据通常表现为趋势或者周期变化,这些变化的幅度

和频率可能会随着时间的推移而改变,如果使用固

定的注意力权重,模型可能会将这些变化视为噪声

进行过滤,导致预测的序列失去了数据原有的趋势
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或者周期变化,模型的预测效果下降。 相比之下,不
稳定注意力机制可以动态调整注意力权重,根据序

列的时间信息来改变权重大小和分配,更好的还原

数据中的非平稳属性,这种机制可以让模型更好的

适应数据中的变化,提高模型的预测性能[14] ,具体

结构如图 3 所示。
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图 3　 注意力机制结构图

Fig.
 

3　 Structure
 

diagram
 

of
 

attention
 

mechanism

　 　 为了使注意力机制能够根据不同的时间段交易

数据的序列信息调整自身的权重,增强模型的适应

能力,本文将平稳化模块得到的每个窗口的交易数

据的方差 σx 和均值 μx 输入到多层感知机 MLP
(Multilayer

 

Perceptron)中,计算得到一个控制变量 τ
和移位向量 Δ, 具体的计算公式如下:

logτ = MLP(σx,x) (7)
Δ = MLP(μx,x) (8)

　 　 其中, x 为输入序列; σ x 为序列 x 的方差;
 

μ x 为

序列 x 的均值。
在模型学习的过程中,注意力模块的权重会根

据交易数据的因子特征向量不同进行动态调整,利
用计算得到的 τ 和 Δ 动态调整 Key 向量, 并根据序

列位置 i 进行调整。 在训练的过程中控制变量 τ 和

移位向量 Δ 也会根据因子特征向量的不同不断地

反向传播来优化其值。
根据学习到的 Q、K 和 V 向量,计算注意力分数

ei,j:
ei,j =τQiKT

j + Δ (9)
　 　 其中, Qi 表示第 i 个位置的 Query 向量;K j 表示

第 j 个位置的 Key 向量;T 表示向量的转置操作。
使用 Softmax 函数将注意力分数归一化,得到

注意力权重 ai,j:

ai,j =
exp(ei,j)

∑
n

k = 1
exp(ei,k)

(10)

　 　 最后,使用注意力权重对 Value 向量进行加权

求和,得到最终的输出向量:

yi = ∑
n

j = 1
ai,jV j (11)

　 　 其中, V j 表示第 j 个位置的 Value 向量。
2)混合卷积层

在金融高频交易数据预测时,添加混合卷积层

可以帮助不稳定注意机制捕捉序列中的时空关系,
增强非平稳变压器的表现[15-16] 。 混合卷积层结合

了 1D 卷积和逐点卷积,同时还引入了一个可学习

的权重向量,可以在时间和因子特征维度上对输入

进行有效的滤波和变换[17] 。 对于金融时间序列预

测问题,时间维度能够提供序列中不同时间点之间

的关系。 混合卷积层可以通过对时间维度的滤波来

捕捉时间序列中的时空关系,在因子特征维度上也

可以进行变换以捕捉更高级别的因子特征,使模型

能够更好地学习到非平稳序列中的信息,这种方法

还可以减少模型的参数数量,提高模型的计算效率。
经过注意力机制得到一个加权平均后的因子特

征向量为 yi, 混合卷积通过使用 n 个不同大小的卷

积核对得到的因子特征向量进行混合卷积操作,计
算如下式所示:

y = ∑
n

i = 1
ωi·Conv(X,ki) (12)

　 　 其中, Conv(X,ki) 表示对输入序列 X 应用大小

为 ki 的卷积核得到的输出, ω i 表示第 i 个卷积核的

权重。
为了保证权重 ω i 的和为 1,需要使用 Softmax 函

数对每个输出的低维交易数据的向量权重进行归一

化处理,即:

58第 9 期 朱峰,
 

等:
  

基于深度学习的高频交易金融数据的波动率预测



ωi =
exp(ai)

∑
n

j = 1
exp(a j)

(13)

　 　 其中, ai 表示第 i 个通过训练得到的卷积核的

权重参数。
最后,为了保持序列长度不变,在卷积操作后添

加了残差连接和归一化层:
y = LayerNorm(X + y) (14)

　 　 其中,LayerNorm 代表归一化操作, X + y 表示将

上一层的输出结果和当前层的输入相加得到的结果。
通过这种方法,将因子特征维度变换以捕捉更

高级别的因子特征,使得模型能够更好地学习时间

序列的非平稳性,从而提高时间序列预测的性能。
2. 5　 去规范化模块

在注意力子层输出交易数据特征张量后,需要

将张量数据转换回原始尺度,以便能够理解和解释

分析结果,因此需要进行去规范化处理,将规范化后

的数据转换为原始数据的形式。 去规范化过程可以

看作是规范化过程的逆操作,对于一个交易数据特

征张量 zi, 其在时刻 t 的去规范化值:
xt =σtzt +μt (15)

　 　 其中, μ t 和 σ t 分别代表 xt 在 t 时刻的窗口数据

的均值和标准差。
在去规范化时同样需要考虑到时间变化的因

素,因此需要计算每个时刻的均值和标准差。 同样

地,使用滑动窗口的方式来计算均值和标准差。

3　 实验结果分析

3. 1　 实验数据

本文从两个方面验证模型的性能,一方面使用

2021 年 9 月至 2022 年 4 月上证 50ETF 基金真实的

交易数据集,将模型和多个主流的基准模型进行对

比实验,验证本文提出的模型对金融高频交易数据

的波动率预测的性能;另一方面使用国外市场 126
只股票验证模型对不同类别的股票的波动率预测效

果,检验模型的稳定性和鲁棒性。
3. 2　 模型预测误差对比实验

1)本文预测模型和基准模型预测误差对比实验

为了对比和分析本文所提出的基于降噪编码器

和改进的不稳定注意力机制模型的预测效果,将该

模型和其他的基准模型进行对比预测对比实验。 本

文用于对比的模型包括传统的机器学习模型,常用

的时间序列预测模型和未改动的 ns
 

Transformer,机
器学习模型包括 KFord_LGBM、KFord_LGBM_NN、

Wavelet_LGBM_NN 模型;常用的时间序列预测的深

度学 习 模 型 ( Long
 

Short - Term
 

Memory )、 CNN
(Convolutional

 

Neural
 

Network)、DAE _LSTM、DAE _
CNN 模型。 使用 50ETF 高频交易数据集,采用 R2
(R -Square)、RMSPE( Root

 

Mean
 

Square
 

Percentage
 

Error)和 MAE(Mean
 

Absolute
 

Error)
 

作为模型的评

价指标,结果见表 1。
表 1　 模型对比实验

Table
 

1　 Comparison
 

experiments
 

of
 

different
 

models

模型 R2 RMSPE MAE

KFord_LGBM 0. 840
 

1 0. 236
 

1 5. 720e-4

KFord_LGBM_NN 0. 847
 

1 0. 233
 

5 5. 689e-4

Wavelet_LGBM_NN 0. 761
 

2 0. 310
 

8 7. 035e-4

LSTM 0. 862
 

8 0. 232
 

0 5. 665e-4

CNN 0. 850
 

2 0. 219
 

6 5. 622e-4

DAE_LSTM 0. 889
 

1 0. 196
 

2 4. 109e-4

DAE_CNN 0. 882
 

4 0. 191
 

9 4. 151e-4

ns_Transformer 0. 859
 

0 0. 225
 

5 4. 701e-4

本文 0. 914
 

7 0. 157
 

1 3. 302e-4

　 　 由表 1 可知,传统的机器学习模型在测试集上

的效果较差,在对数据使用 wavelet 平稳化之后,效
果反而降低,深度学习模型结合 DAE 效果有明显提

升,而深度学习模型的预测效果不如本文提出的改

进后的深度学习模型。 本文提出的模型在所有的模

型中具有最好的预测效果和最好的拟合效果,和

LSTM 模型相比, R2 由 0. 862
 

8 提升到 0. 914
 

7,
RMSPE由0. 202

 

0下降到0. 157
 

1,MAE由5. 665
 

e -4

下降到3. 302e -4。 实验结果证明本文提出的模型预

测的准确度相比于其他的模型有很大的提升。
2)本文预测模型和基准模型鲁棒性对比实验

为了验证本文模型对不同股票市场的金融交易

数据的预测性能,本文设置了模型预测鲁棒性对比

实验,对国外金融市场的 126 只股票交易数据进行

聚类,将聚类后的股票数据作为数据集验证模型是

否具有很好的普适性和鲁棒性。 通过利用 Kmeans
对 126 只股票数据进行聚类的结果如图 4 所示。

A类
B类
中心

0.035

0.030

0.025

0.020

0.015

0.010

0.005

0
0 100 200 300 400 500 600

图 4　 126 只股票的聚类结果图

Fig.
 

4　 Cluster
 

of
 

126
 

stocks

68 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 14 卷　



　 　 基于波动率对股票进行聚类是风险管理和投资

组合优化中常用的技术。 通过对数据波动模式相似

的股票进行分组,根据每只股票的占比将 126 只股

票交易数据分为 A 类和 B 类两类,接着将常用深度

学习模型 DAE _ LSTM、 DAE _ CNN 和未改进的 ns
 

Transformer 与本文提出的模型进行对比实验,实验

结果见表 2、表 3。

表 2　 A 类股票数据模型预测实验结果

　 Table
 

2　 Experimental
 

results
 

of
 

Class
 

A
 

stock
 

data
 

model
prediction

模型 R2 RMSPE MAE

DAE_LSTM 0. 921
 

5 0. 152
 

7 3. 259
 

e-4

DAE_CNN 0. 900
 

2 0. 181
 

9 3. 551
 

e-4

ns_Transformer 0. 858
 

1 0. 225
 

5 4. 621
 

e-4

本文 0. 923
 

5 0. 147
 

8 3. 122
 

e-4

表 3　 B 类股票数据模型预测实验结果

　 Table
 

3　 Experimental
 

results
 

of
 

Class
 

B
 

stock
 

data
 

model
prediction

模型 R2 RMSPE MAE

DAE_LSTM 0. 772
 

1 0. 336
 

3 6. 537
 

e-4

DAE_CNN 0. 790
 

5 0. 301
 

5 6. 201
 

e-4

ns_Transformer 0. 748
 

7 0. 440
 

9 7. 105
 

e-4

本文 0. 874
 

7 0. 207
 

1 4. 202
 

e-4

　 　 从表 2 和表 3 的结果能够看出,对比模型对 A
类股票的预测效果有了明显提升,但是对 B 类股票

的预测效果明显下降。 本文提出的模型对两类股票

高频交易数据的波动率预测都有较好的预测效果,
对 A 类股票的预测的拟合程度能够达到 0. 923

 

5,
平均平方百分比误差和绝对误差降低到了 0. 147

 

8
和 3. 122e-4;对于 B 类股票数据的预测精度也是所

有对比中最高的, R2 达到了 0. 874
 

7,RMSPE 和

MAE降低到了0. 207
 

1和4. 202e -4, 相比对比模型都

有很好的预测效果,实验说明模型具有更好的鲁棒

性和普适性。

4　 结束语

本文提出基于降噪自动编码器和不稳定注意力

的深度学习模型,在上交所的真实交易数据集和国

外金融市场股票数据验证了本文提出模型改进后的

预测有效性和鲁棒性。 实验的结果表明,本文提出

的模型的预测精度优于对比模型,能够达到最好的

预测效果。
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