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摘　 要:
 

针对钢材表面缺陷纹理特征不明显、不同缺陷类间差异不明显和缺陷尺度变化剧烈等问题,本文设计了一个纹理信

息增强模块(Texture
 

Information
 

Enhancement
 

Module,
 

TIEM)来保留主干网络上采样丢失的细节纹理特征信息和加强主干网

络对不规则缺陷的空间建模能力;在颈部网络融入跳跃连接的多尺度自适应卷积模块(Multi-scale
 

Adaptive
 

convolution
 

mod-
ule

 

with
 

Skip
 

Connections,
 

MASC)来增强网络对不同尺度缺陷目标的感知能力,进而增强小目标的细粒度特征和大目标的高

层语义信息,增强检测器的全局感知能力。 以 YOLOv7 为基线模型,在公开数据集 NEU-DET 上,改进后的模型比基线模型

mAP50 和 mAP50:95 分别提高了 3. 0%和 2. 1%,并优于现阶段其他主流目标检测器。
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Abstract:
 

Aiming
 

at
 

the
 

problems
 

of
 

inconspicuous
 

texture
 

characteristics
 

of
 

steel
 

surface
 

defects,
 

inconspicuous
 

differences
 

between
 

different
 

defect
 

categories,
 

and
 

severe
 

defect
 

scale
 

changes,
 

this
 

paper
 

designs
 

a
 

Texture
 

Information
 

Enhancement
 

Module
 

(TIEM)
 

to
 

preserve
 

the
 

loss
 

of
 

detailed
 

texture
 

feature
 

information
  

in
 

the
 

previous
 

stage
 

of
 

the
 

backbone
 

network
 

and
 

strengthen
 

the
 

spatial
 

modeling
 

ability
 

of
 

the
 

backbone
 

network
 

for
 

irregular
 

defects;
 

a
 

multi- scale
 

adaptive
 

convolution
 

module
 

(multi- scale
 

Adaptive
 

convolution
 

module
 

with
 

Skip
 

Connections,
 

MASC)
 

is
 

integrated
 

into
 

the
 

neck
 

network
 

to
 

enhance
 

the
 

perception
 

ability
 

of
 

the
 

network
 

to
 

targets
 

of
 

different
 

scales,
 

and
 

then
 

enhance
 

the
 

fine-grained
 

features
 

of
 

small
 

targets
 

and
 

the
 

high- level
 

semantic
 

information
 

of
 

large
 

targets,
 

and
 

enhance
 

the
 

global
 

perception
 

ability
 

of
 

the
 

detector.
 

Taking
 

YOLOv7
 

as
 

the
 

baseline
 

model,
 

on
 

the
 

public
 

dataset
 

NEU-DET,
 

the
 

improved
 

model
 

has
 

improved
 

by
 

3. 0%
 

and
 

2. 1%
 

compared
 

with
 

the
 

baseline
 

model
 

mAP50
 and

 

mAP50:95 ,
 

respectively,
 

and
 

is
 

better
 

than
 

other
 

mainstream
 

target
 

detectors
 

at
 

this
 

stage.
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0　 引　 言

钢材表面缺陷检测是保证钢材质量的重要环

节。 不同产品的钢材表面缺陷种类繁多,相应的特

性因工厂和操作员的不同而存在差异。 此外,由于

生产过程的变化多样,缺陷也有着不同表现。 例如,
在热轧带钢的生产过程中, 主要缺陷包括开裂

(crazing)、夹杂物( inclusion)、斑块( patches)、点蚀

表面(pitted
 

surface)、轧制氧化皮( rolled -in
 

scale)
和划痕(scratches),如图 1 所示[1-3] 。 面对庞大的数

据量,人工视觉检测的方法不仅耗时而且容易受到

质检员的主观判断影响,视觉判断容错率低。 因此,
开展钢材表面缺陷的自动化检测研究对于钢材的智

能化生产意义重大。
　 　 近年来,基于机器视觉的表面缺陷检测技术随

着计算机的发展而逐渐成熟,现已能够在图像中分

辨缺陷的具体类型和位置。 基于机器视觉的表面缺

陷检测方法主要分为传统方法与深度学习方法两

种。 传统方法依靠有效的特征提取器和分类器来进

行缺陷位置的定位和具体类别的区分,使用经典的

特征提取器定向梯度直方图[1] 、局部二值模式[2] 或

者灰度共生矩阵[3] 提取不同的特征作为分类器的



输入,后续使用支持向量机[4] 分类器进行不同类别

的区分。 Song 等学者[5] 用完全局部二值模式的方

法实现了带钢表面缺陷的分类。 Liu 等学者[6] 使用

局部二值模式提取缺陷特征,根据提取的特征类型

进行带钢表面缺陷分类。 但是传统方法都需要手工

制作缺陷特征,面对多场景的应用环境,工作量大、
鲁棒性差,不适用于大规模的缺陷检测生产过程。

 

(a)开裂 (b)夹杂物 (c)斑块

(d)点蚀表面 (e)轧制氧化皮 (f)划痕

图 1　 钢材表面缺陷的不同类别[1-3]

Fig.
 

1　 Different
 

categories
 

of
 

steel
 

surface
 

defects[1-3]

　 　 随着深度学习的不断发展,基于卷积神经网络

的目标检测方法不断被应用于表面缺陷检测场景。
针对复杂多样的印制电路板检测问题,Ding 等学

者[7]提出了一种表面缺陷检测网络,该方法的特征

金字塔融合了多尺度和金字塔层次结构,缺点是检

测速度较低。 程婧怡等学者[8] 提出一种基于改进

YOLOv3[9]的缺陷检测算法,融合浅层特征与深层特

征,该方法适用于尺寸小和特征模糊的目标。 吴桐

等学者[10]利用 YOLO[11] 网络实现激光焊缝瑕疵检

测,在输入网络之前对数据集加入合适的锚框,结合

多尺度特征融合技术提高检测精度,对激光焊缝瑕

疵的检测率超过 94%。 针对复杂背景下对输电线

路销钉的缺陷检测, 李瑞生等学者[12] 提出改进

SSD[13] 模型,该方法结合经典残差网络和多层级特

征融合策略,采用卷积拆分和权值量化减小模型规

模,对输电线路销钉缺陷检测的召回率达到 80%以

上。 吴越等学者[14] 提出了基于 Faster
 

R-CNN[15] 的

钢板表面缺陷检测方法,采用 ROI
 

Align 作为池化

模块,改善对于小目标的检测精度。 李庆党等学

者[16]提出了基于 YOLOv3 的钢板缺陷检测方法,采
取了增加尺度的方法来提高缺陷检测的精度。 李维

刚等学者[17]提出了基于 YOLOv3 的缺陷检测算法,
通过融合浅层与深层特征,提高网络对缺陷的特征

提取能力。 然而直接使用通用目标检测器进行钢材

表面缺陷检测受到以下与表面缺陷相关的独特问题

的挑战。
(1)纹理特征信息不明显。 由图 1 可知,低对

比度的灰度图像不同于 RGB 图像,不同缺陷纹理特

征弱化,点蚀表面、轧制氧化皮和开裂缺陷目标与图

像背景非常相似,目标检测器很难对相应目标进行

精确定位。
(2)类间差异不明显。 由图 1 可知,缺陷类型

轧制氧化皮、开裂和点蚀表面纹理特征相似,将不同

类别缺陷进行准确分类是挑战性任务。
(3)目标尺度变化剧烈。 图 1 中,不同缺陷类

型有不同的长宽比,有些缺陷有着不小的长宽比,例
如斑块缺陷,有些检测框高度和宽度有显著差异;不
同缺陷类型检测框大小差异明显,例如点蚀表面和

夹杂物检测框大小比例差异大,目标尺度的剧烈变

化通常会降低目标检测器的性能上限。
为了解决以上问题,本文以 YOLOv7[18]为基本框

架,在主干网络部分,设计了一个纹理信息增强模块

(Texture
 

Information
 

Enhancement
 

Module,
 

TIEM) 来

保留主干网络上一阶段下采样丢失的细节纹理特征

信息,加强主干网络有效地捕捉低层次纹理位置信

息,增强目标检测器对不同缺陷类型纹理信息的区分

和不同缺陷目标的定位效果;在颈部融合网络,提出

一种跳跃连接的多尺度自适应卷积模块(Multi-scale
 

Adaptive
 

convolution
 

module
 

with
 

Skip
 

Connections,
 

MASC)来增强网络对不同尺度目标的感知能力,并通

过多层跳跃连接实现多模块特征增强,生成新的增强

特征,以加强特征复用性,进一步增强小目标的细粒

度特征和大目标的高层语义信息,进而提高目标检测

器对多尺度目标的鲁棒性。

1　 YOLOv7 算法简介

多年来,YOLO 系列的目标检测器一直是工业

应用中广受欢迎的目标检测框架,YOLO 系列目标

检测器的迭代更新,加上自身出色的运行速度,扩展

了其在众多硬件平台(例如云 GPU、智能机器人和

手机嵌入式设备等)的使用。 YOLO 系列的开创性

工作是 YOLOv3,首次配设于单级检测器上,并在后

来进行了实质性改进。 YOLOv4[19] 将检测框架重组

为几个独立的部分(主干、颈部和头部),并设计了

适合在单个 GPU 上训练的框架。 目前, YOLOv5、
YOLOX[20] 、YOLOv6[21] 、YOLOv7 都是部署高效检测

器的优质选择。
当前的目标检测器根据模型尺寸通过缩放技术
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调节网络的宽度因子和深度因子,其中 YOLOv7 指

出基于这种复合拼接的模型,必须同时考虑 2 个因

子,不能只调整宽度因子或深度因子。 如果单独放

大网络深度会使得过渡层的输入通道和输出通道的

比例发生变化,会导致模型硬件使用量的降低。 因

此,对于基于复合拼接的模型,必须提出相应的复合

模型缩放方法。 当缩放一个计算块的深度因子时,
还必须考虑该块的网络宽度的变化。 最后,在过渡

层上进行相同变化量的宽度因子缩放。 基于以上分

析,YOLOv7 提出了高效的聚合层网络 ( Efficient
 

Layer
 

Aggregation
 

Networks,
 

ELAN)。 ELAN 网络结

构如图 2 所示,这种复合缩放方法可以保持模型在

初始设计时的属性,并保持最优结构。 该方法能有

效减少现有实时目标探测器 40% 左右的参数和

50%的计算量,推理速度更快,检测精度更高。

图 2　 ELAN 网络结构图

Fig.
 

2　 ELAN
 

network
 

structure
 

diagram

　 　 在网络训练的优化策略方面,YOLOv7 引入了

结构重参数化和新的动态标签分配方法。 对于前

者,YOLOv7 在检测头部分引入了结构重参数化卷

积,通过这种技术,模型能够学习到更加丰富的预测

特征层。 对于后者,YOLOv7 在颈部网络的自上而

下的信息流向部分增加了额外的辅助检测头计算辅

助损失来调整层网络的权重,并且由主要检测头为

指导,生成由粗到细的分层标签,分别用于辅助检测

头和主要检测头学习。 通过让较浅的辅助检测头直

接学习主要检测头已经学习的信息,主要检测头将

更能专注于学习尚未学习的残留信息。 并在训练过

程中通过调整辅助检测头和主要检测头粗细标签的

重要程度来避免预测时产生的不良先验影响。

2　 YOLOv7 算法改进

本文以现阶段流行的目标检测器 YOLOv7 为基

线模型,针对钢材图像对比度低、缺陷纹理信息不明

显、类间差异小和目标尺度变化剧烈的问题,提出了

纹理信息增强模块和跳跃连接的多尺度自适应卷积

模块来进一步提高 YOLOv7 在钢材表面缺陷检测的

性能。 图 3 展示了目标检测器网络结构和检测流程。
钢材表面缺陷图像首先经过主干特征提取网络, Ci

表示主干网络提取特征后不同的分层阶段,下角标 i
越大特征图越小,共 5 个阶段, 之后将{C3,

 

C4,
 

C5}
送入颈部融合网络,经多层特征融合后,形成特征金

字塔{P3,
 

P4,
 

P5} 结构进行多尺度目标的边界框回

归和类别 分 类, 最 后 经 过 非 极 大 值 抑 制 ( Non
 

Maximum
 

Suppression,
 

NMS)检测出最终结果。

边界框回归

类别分类

沿通道方向级联

主干网络 颈部网络

图 3　 总体框架图

Fig.
 

3　 Overall
 

framework
 

diagram

　 　 本文在 YOLOv7 主干网络部分相邻层阶段的下

采样之后插入 TIEM,用来恢复下采样阶段丢失的纹

理特征信息和加强对不规则缺陷类型的建模能力,
从而提高主干网络对钢材表面缺陷图像纹理信息的

特征提取能力;在颈部网络部分,不同层特征沿通道

方向级联操作后添加 MASC 来获取多尺度特征表

达,MASC 通过动态调整多分支卷积核的分配权重,
在单个特征图内获取自适应感受野大小,提高颈部

网络对特征图全局特征以及局部特征的感知能力,
从而增强尺度变化剧烈目标的检测鲁棒性。
2. 1　 纹理信息增强模块

因为 CNN 中的池化层或下采样操作会丢失图

像原本的纹理特征信息,但这些细节纹理信息对于

钢材表面的缺陷检测至关重要。 本文提出一种纹理

信息增强模块,旨在通过恢复主干网络上一阶段的

细节纹理特征来补偿因池化或者下采样操作带来的

细节丢失问题以及加强对不规则缺陷外观的空间建
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模能力。 具体来说,TIEM 有 2 个主要分支,如图 4
所示。 图 4 中,白色背景、黑色边框的矩形框表示了

每一个操作后的输出维度, C、H、W 分别表示通道

数、高度和宽度,假定输入特征图的大小为 C × H ×
W。 不同彩色背景颜色的黑色外边框的矩形框表示

不同的卷积操作,k 表示卷积核尺寸,s 表示卷积的

步长;跟随在后面的白色背景外边框的矩形框表示

卷积操作后特征的输出维度,C 表示通道数,H 和 W
分别表示输出特征的高和宽。

沿通道方向级联

可变形卷积

卷积

反卷积

输入 C，H，W

k=1，s=1
C/2,H,W

k=1，s=1
C/2,H,W

k=3，s=1
C/2,H,W

k=1，s=1
C/2,H,W

k=3，s=2
C/2,2H,2W

k=2，s=2
C/2,H,W

k=1，s=1
C,H,W

C,H,W输出

图 4　 TIEM 网络结构图

Fig.
 

4　 TIEM
 

network
 

structure
 

diagram

　 　 对于左分支,应用卷积核尺寸为 1、步长为 1 的

卷积过渡层,学习输入特征和输出特征通道之间的线

性投射关系,并将输入特征通道数减半,这一设计的

主要目的是压缩计算空间和减小计算复杂度。 之后,
利用卷积核为 3、步长为 2 的反卷积,将特征图尺寸进

行加倍操作处理, 由 H × W 调整为 2H × 2W, 卷积核

大小为 3 的反卷积操作能融合特征像素点周围的局

部空间信息,将局部知识放大并恢复上一阶段原始特

征图的细节纹理信息。 此后,应用卷积核为 2、步长

为 2 的卷积层,进一步凝练反卷积操作恢复的纹理语

义信息,并将特征图减半, 从2H × 2W调整为H ×W。
对于右分支,同样地和左分支应用相同的卷积

过渡层,学习通道之间的线性关系,并将输入特征通

道数减半。 之后,将特征图送入卷积核为 3、步长为

1 的可变形卷积。 相比于普通卷积,可变形卷积可

以加强神经网络的几何变换建模能力,提高目标检

测器对不规则缺陷目标的提取能力和空间建模能

力,能迅速捕获低对比度下难于定位的缺陷的精确

位置和区分不同几何外观类型的缺陷类别。 稍后,
送入卷积核为 1、步长为 1 的卷积层,进一步凝练可

变形卷积获取的高级空间语义特征信息。
最后,将左右分支的输出特征沿通道方向进行

级联,使用卷积核为 1、步长为 1 的卷积层学习 2 个

分支的融合特征,得到 TIEM 最终的输出增强特征,
这不仅可以强化反卷积和可变形卷积对低级纹理信

息的恢复能力和表征能力,还可以指导不同支路学

习更多样化的特征组合。
2. 2　 跳跃连接的多尺度自适应卷积模块

在卷积神经网络中,上下文信息的使用程度大

致取决于感受野的大小。 对于缺陷检测,每种类别

的缺陷都具有不同的尺度大小,有的存在于图像的

局部小区域,有些则贯穿整个图像。 目标检测网络

需要不同的感受野大小来提高对尺度变化剧烈的缺

陷目标的表达能力,从而提高对图像中不同缺陷的

整体感知能力。
提高神经网络感受野大小的方式是多尺度特征

表达,然而现有的大多数方法都是以分层的方式或

者并行分支结构来表示多尺度特征,但是一般的卷

积算子结构缺乏特征图高维特征通道之间的内在联

系信息,在单个特征图内部缺乏多样性的表达方式

和高级视觉上下文信息[22] 。 本文提出一种在单个

特征图内部进行多尺度计算的跳跃连接的多尺度自

适应卷积模块,能够在单个特征图内部具有不同感

受野信息流向,提取输入特征更细粒度的特征,增强

上下文的特征表达能力。
MASC 的网络结构如图 5 所示。 图 5 中,AC 表

示自适应卷积模块 ( Adaptive
 

Convolution
 

module,
 

AC),输入特征通过一个双分支卷积结构分别获取输

出特征 F1 和 F2,双分支结构拥有不同的卷积核大小

来获取不同的感受野大小,用来捕获输入特征不同空

间域上的上下文信息。 之后,对特征 F1 和 F2 赋值可

学习权重 K1 和K2,将K1 和K2 进行 Softmax处理并更

新, 动态调整双支路不同感受野的加权配比,从而对

输入特征起到动态调节感受野的作用,加强对输入特

征的不同上下文信息的感知能力。 而 MASC 是在 AC
的基础上增加了多尺度的跳跃连接功能,首先输入特

征经过卷积核为 1 的卷积层进行通道维度的扩增,将
输入特征拓展到高维空间。 紧接着,对高维空间特征

沿通道方向分离,将特征图均匀地分成 3 个特征图子

集, 由 Xi 表示,其中每一个子集的特征图尺寸相同,
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对每一子集进行自适应卷积模块处理,对应每一个 Xi

有一个输出Yi,对于每一个Xi +1 和上一个Xi 的输出Yi

执行跳跃连接并相加,进而送入自适应卷积模块,
MASC 的整个计算过程可描述为:

Yi =
AC(X i),　

 

　
 

　 i ≤ 3
AC(X i +Yi -1),　 1 < i ≤ 3{ (1)

　 　 其中,AC表示自适应卷积模块;Xi 表示第 i个输入

特征图子集;Yi 表示经过 AC 后的第 i 个输出特征。

Xi

Yi

2

2

2211

1

1

2211

卷积 相加

沿通道方向分离

图 5　 MASC 网络结构图

Fig.
 

5　 MASC
 

network
 

structure
 

diagram

　 　 最后对 Yi 执行沿通道方向的级联操作,再使用

卷积核大小为 1 的卷积层将级联特征融合多尺度信

息,降低到低维空间并恢复到和输入特征相同维度

上,引入捷径分支和原始输入特征进行相加以增强

训练的稳定性。 MASC 通过多尺度的跳跃连接结构

和自适应卷积模块丰富了感受野的动态变化,在单

个特征图内部能够在更精细的水平上捕获细节和全

局特征。

3　 实验结果与分析

3. 1　 数据集与实验平台

实验中模型训练和测试所用的钢材表面缺陷检

测图像数据集是 NEU-DET[23] ,由 6 类缺陷组成,包
括 开裂、夹杂物、斑块、点蚀表面、轧制氧化皮和划

痕,不同类型缺陷的具体可视化图像在图 1 中展示。
其中,每一个缺陷类型有 300 张图像,共计 1

 

800 张

图像,以 7 ∶ 3 的比例将图像分为训练集和测试集,
分别产生 1

 

260 和 540 幅图像。
本文模型训练和推理使用的是 Ubuntu

 

18. 04
 

LTS 系统,Intel( R)
 

Xeon( R)
 

Gold
 

5218
 

CPU 处理

器,CUDA
 

11. 4. 2, cuDNN
 

8. 2. 4,显卡为 GeForce
 

RTX
 

3090, 24
 

G 显 存 大 小, 网 络 开 发 框 架 为

Pytorch1. 9. 1,集成开发环境是 Pycharm。 统一设置

训练轮次为 300,批大小为 4,输入图像尺寸为 640×
640,使用 SGD 优化器,初始学习率设置为 0. 01,使
用线性衰减学习率调整策略,最小学习率降低为初

始学习率的 0. 01 倍,权重衰减设置为 0. 000
 

5。
3. 2　 评价指标

本文选择精确率、召回率、 mAP50、mAP50∶ 95、 浮点

操作数(FLoating
 

point
 

OPerations,
 

FLOPs) 和 FPS 作

为检测效果的比较标准,其中FLOPs用来衡量模型的

计算复杂度,由此即可确定模型的优点和缺点。 以

IoU 阈值 0. 5 为标准,精确率和召回率的计算公式如

下:
精确率 = TP / (TP + FP) (2)
召回率 = TP / (TP + FN) (3)

　 　 其中, TP 表示正样本被正确识别为正样本的

个数;FP 表示负样本被错误识别为正样本的个数;
FN 表示正样本被错误识别为负样本的个数。
mAP50 是由精度和召回率形成的精度 - 召回(PR)
曲线下的面积。 mAP50∶ 95 是以 IoU 阈值从 0. 50 到

0. 95 十等分划定为 10 个 IoU 阈值分别求取精度 -
召回(PR) 曲线下的面积加和取平均值。 FPS 表示

模型在 1
 

s 内检测的图片数量。
3. 3　 消融实验

为了证明 TIEM 和 MASC 在 YOLOv7 目标检测

器上的有效性,本文在 NEU-DET 数据集上进行了

消融实验,表 1 展示了不同模块的检测结果对比。
表 1 中,G 表示数量级,1

 

G = 109。

表 1　 不同模块的检测结果

Table
 

1　 Detection
 

results
 

of
 

different
 

models

TIEM MASC 精确率 / % 召回率 / % mAP50 / % mAP50∶ 95 / % FLOPs / G FPS

80. 2 78. 2 79. 3 42. 1 104. 8 71
‰ 81. 9 79. 5 81. 5 43. 2 110. 3 66

‰ 81. 3 79. 2 80. 8 42. 6 109. 9 67
‰ ‰ 82. 8 80. 2 82. 3 44. 2 115. 4 65

　 　 从表 1 中可以看出, 不论加入 TIEM、 还是

MASC 后,精确率、召回率、 mAP50 和mAP50∶ 95 均有提

高,说明 TIEM 能克服低对比度下纹理特征不明显

的问题,MASC 能提高对缺陷尺度变化剧烈的检测
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鲁棒性,优化对缺陷的定位准确率。 在 TIEM 和

MASC 两个模块的同时作用下,模型性能进一步提

升,模型的精确率、召回率、 mAP50 和 mAP50∶ 95 相较

于原模型分别提高了 2. 6%、2. 0%、3. 0%和 2. 1%,
充分说明 TIEM 和 MASC 对 YOLOv7 目标检测器的

贡献效果,能有效提升对钢材表面缺陷的检测精度。

3. 4　 检测结果可视化

图 6 展示了本文模型改进前后在 NEU-DET 数

据集上部分检测结果可视化,不同颜色的矩形框表

示不同类的缺陷检测框,共有 6 种不同的缺陷类型。
其中,检测框置信度大都保持在 0. 8 以上,检测器对

每一个检测框均能保持较高的检测置信度。

(a)
 

改进前 (b)
 

改进后

图 6　 改进前后检测效果可视化对比

Fig.
 

6　 Visual
 

comparison
 

of
 

detection
 

effects
 

before
 

and
 

after
 

improvement

　 　 从图 6 不同类的检测效果来看,面对背景和缺

陷相似以及缺陷纹理信息不明显的情况,改进前的

原始模型对部分缺陷出现漏检的情况,比如第 1 行

第 3 列斑块缺陷和第 2 行第 1 列图像点蚀表面缺

陷,而改进后的模型能检测出纹理信息不明显的缺

陷类型,例如轧制氧化皮( rolled-in
 

scale)、点蚀表

面(pitted
 

surface)和划痕(scratches),这些方面均和

图像背景很相似,缺陷分布不规则,具有零散分布特

征,并且不同缺陷存在重叠区域。 本文模型在 TIEM
的性能提升作用下,能准确检测不同种类的缺陷,实
现较好的定位效果。

从图 6 的不同类的检测框尺寸来看,面对目标

缺陷尺寸变化剧烈的情况,改进前的原始模型对部

分缺陷出现定位不准的情况,比如第 1 行第 1 列第

1 个检测框,没有将缺陷全部框出,第 1 行第 2 列的

斑块缺陷和第 2 行第 2 列的轧制氧化皮缺陷也出现

定位框的偏移,以及第 2 行第 3 列的划痕缺陷出现

了检测框合并的情况,并且未能精确定位,而改进后

的模型能检测出不同高宽比的表面缺陷类型,例如

夹杂物和开裂类型,均具有很大的高宽比,并且一些

小尺寸的夹杂物缺陷和大目标斑块( patches) 也能

够准确检测出来,说明本文模型能适应目标尺度变

化剧烈的不同类缺陷目标检测。
3. 5　 与现阶段其他模型对比

为突显本文算法在 NEU-DET 数据集上的检测

准确性和快速性,表 2 显示了本文算法与其它主流

目标检测算法的性能比较。 其中, FPS 的计算,包
括了数据前处理、模型前向推理和后处理时间,并保

持图像长边为 640,短边不失真自适应缩放,并保持

短边像素个数为 32 倍数的灰边填充。

表 2　 与其他模型对比结果

Table
 

2　 Detection
 

results
 

of
 

different
 

models

模型 精确率 / % 召回率 / % AP50 AP50∶ 95 / % FLOPs / G FPS

YOLOv3 74. 7 71. 2 73. 3 38. 8 124. 8 56
Faster

 

R-CNN 78. 2 76. 5 76. 6 41. 2 180. 3 32
YOLOv5 80. 5 79. 2 78. 4 42. 6 108. 4 69
YOLOX 79. 9 79. 6 79. 1 42. 2 154. 8 60
YOLOv7 80. 2 78. 2 79. 3 42. 1 104. 8 71
YOLOv6 81. 1 80. 1 80. 9 42. 3 150. 2 62
本文模型 82. 8 80. 2 82. 3 44. 2 115. 4 65

781第 10 期 张琴:
  

基于改进 YOLOv7 的钢材表面缺陷检测



　 　 从表 2 中可以看出,相比较两阶段目标检测器

Faster-RCNN,在 mAP50 和 mAP50∶ 95 指标上分别提高

5. 7%和 3. 0%,并且 FPS 提高一倍;相较于其他单

阶段 目 标 检 测 器 YOLOv3、 YOLOv5、 YOLOX 和

YOLOv6,本文模型在精确率、 召回率、 mAP50 和

mAP50∶ 95 指标上均取得了最好的性能,本文模型相

对于 YOLOv6 和 YOLOX 模型 FLOPs 降低 33. 9%以

上, FPS 提高了 3 帧以上,相对于 YOLOv5
 

FPS 低了

4 帧,但是 mAP50 和 mAP50∶ 95 指标上高出 2. 3%和

1. 0%,证实了本文模型优于现阶段的其他主流目标

检测器,在 NEU-DET 数据集上能表现出最高的检

测精度,同时保持较快的检测速度。

4　 结束语

本文以 YOLOv7 为基线模型,在 NEU-DET 数

据集上开展实验研究,提出纹理信息增强模块和跳

跃连接的多尺度自适应卷积模块来解决钢材表面缺

陷图像低对比度、缺陷纹理信息不明显以及缺陷尺

度变化剧烈等问题,消融实验和检测可视化结果证

明了以上方法的可行性,并和现阶段其他主流目标

检测器进行对比,本文模型的检测精度优于其他主

流目标检测器,并实现了较快的检测速度。
在未来工作中,将探讨研究模型量化、压缩等技

术来实现模型容量的进一步减少,减小模型的运行

成本和内存消耗,进一步降低硬件成本,为视觉数字

化工业缺陷检测提供新思路。
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