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摘　 要:
 

乳腺癌作为全球新发病例最多的癌症,严重影响和损伤人们生命质量,乳腺癌的预测与了解其发病机制是目前仍需

更多研究的问题。 针对乳腺癌诊断的准确性需求,本文旨在通过应用机器学习算法提升乳腺癌预测模型的精确度,为医生的

决策制定提供支持,有效实现“三早”预防,并为疾病病因的深入研究提供新的线索。 以美国威斯康星州在 Kaggle 平台发布的

乳腺癌公开数据集为研究对象,首先在数据预处理后,借助随机森林的递归特征消除法进行变量的重要性排序和特征选择。
其次,利用网格搜索法优化超参数,运用 LightGBM 算法构建预测模型,并引入 SHAP 值增强模型的可解释性,进一步揭示乳

腺癌相关的危险因素及其作用机制。 最后,通过 AUC 值等评价指标对模型的预测性能进行评估。 结果表明,模型的表现优于

传统模型,预测准确率达到 97%,且 AUC 值为 0. 97,有效提升了乳腺癌的正确识别能力。
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Abstract:
 

Breast
 

cancer
 

is
 

the
 

most
 

prevalent
 

cancer
 

in
 

the
 

world
 

and
 

has
 

a
 

serious
 

impact
 

on
 

the
 

quality
 

of
 

life.
 

The
 

aim
 

of
 

this
 

paper
 

is
 

to
 

improve
 

the
 

accuracy
 

of
 

breast
 

cancer
 

prediction
 

models
 

by
 

applying
 

machine
 

learning
 

algorithms
 

to
 

support
 

doctors '
 

decision
 

making,
 

to
 

achieve
 

" three
 

early"
 

prevention
 

and
 

to
 

provide
 

new
 

clues
 

for
 

further
 

research
 

on
 

the
 

cause
 

of
 

the
 

disease.
 

Using
 

a
 

public
 

dataset
 

of
 

breast
 

cancer
 

from
 

the
 

state
 

of
 

Wisconsin
 

published
 

on
 

the
 

Kaggle
 

platform,
 

firstly
 

the
 

data
 

is
 

pre -
processed

 

and
 

then
 

the
 

recursive
 

feature
 

elimination
 

method
 

of
 

random
 

forests
 

is
 

used
 

to
 

rank
 

the
 

importance
 

of
 

variables
 

and
 

select
 

features.
 

Secondly,
 

a
 

grid
 

search
 

method
 

is
 

used
 

to
 

optimize
 

the
 

hyperparameters,
 

and
 

the
 

LightGBM
 

algorithm
 

is
 

applied
 

to
 

construct
 

a
 

prediction
 

model,
 

and
 

SHAP
 

values
 

are
 

introduced
 

to
 

enhance
 

the
 

interpretability
 

of
 

the
 

model
 

to
 

further
 

reveal
 

the
 

risk
 

factors
 

associated
 

with
 

breast
 

cancer
 

and
 

their
 

mechanisms
 

of
 

action.
 

Finally,
 

the
 

predictive
 

performance
 

of
 

the
 

model
 

is
 

assessed
 

by
 

evaluation
 

indicators
 

such
 

as
 

AUC
 

values.
 

The
 

results
 

shows
 

that
 

the
 

model
 

outperforms
 

the
 

traditional
 

model,
 

with
 

a
 

prediction
 

accuracy
 

of
 

97%
 

and
 

an
 

AUC
 

value
 

of
 

0. 97,
 

effectively
 

improving
 

the
 

correct
 

identification
 

of
 

breast
 

cancer.
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0　 引　 言

近年来,乳腺癌已成为全球女性发病率最高的

恶性肿瘤[1] 。 2021 年世卫组织最新数据显示乳腺

癌已经成为了全球新发病例最多的癌症,中国乳腺

癌的发病数位居全球第四(WHO,2020) [2] 。 早期发

现及有效治疗,可以改善癌症分期,并降低乳腺癌的

死亡率[3] 。 因此,研究乳腺癌发病的相关危险因

素,寻找科学有效的防治措施对维护女性身心健康

具有重要意义[4-5] 。 基于此,本文以美国威斯康星

州乳腺癌公开数据集[6] 作为研究对象,将机器学习

与诊断手段结合,帮助临床医生进行快速有效的乳

腺癌诊断,大量节省人工成本。 同时运用 SHAP 值

可解释性分析乳腺癌相关危险因素和其内部机制。



由于机器学习在疾病风险预测方面可以提高预

测准确率,因此应用机器学习算法预测疾病的发病

风险已经成为当今研究的重要课题。 例如,高媛

媛[7]基于多特征融合和机器学习的疾病基因检测

大数据分类模型构建方法,采用主成分分析融合数

据特征,达到了效率高、病情反映能力强的疾病基因

大数据分类。 陈静雯等学者[8] 采用支持向量机、K
近邻、决策树和随机森林多种机器学习方法建立呼

吸道疾病预测模型,并提供自动和手动数据特征选

择方式,以数据可视化方式展示给用户。 黄光成等

学者[9]则比较了多种机器学习算法在不同疾病预

测中的应用,叙述了不同类型的机器学习算法的适

用条件,为预测特定疾病选取合理的机器学习算法

提供了支持。 而关于乳腺癌的预测,国内外很多学

者采用了多种机器学习算法进行了深入探究。
Anisha 等学者[10] 使用机器学习中的随机森林算法

预测乳腺癌,并比较了决策树、逻辑回归等算法的预

测准确率,证明了随机森林算法的预测准确率高于

其他。 Zorgani 等学者[11]使用 K-近邻,SVM
 

算法对

乳腺癌进行分类,结果表明,SVM 和 KNN 的分类准

确率分别达到了
 

93. 75%和
 

88. 75%。 吴泽琪等学

者[12]采用随机森林(Random
 

Forest,
 

RF)、极端梯度

提升(Extreme
 

Gradient
 

Boosting,
 

XGBoost)、
 

逻辑回

归(Logistics
 

Regression,
 

LR)和支持向量机(Support
 

VectorMachine,
 

SVM)算法构建乳腺癌腋窝淋巴结

转移预测模型,并对比了这些模型的性能。
 

本文以美国威斯康星州乳腺癌公开数据集作为

研究对象,将机器学习与诊断手段结合,帮助临床医

生进行快速有效的乳腺癌诊断,大量节省人工成本。
文章首先通过随机森林的递归特征消除法对特征进

行筛选,利用初步筛选出的特征使用 LightGBM 算法

构建乳腺癌风险预测模型,使用网格调参和 K 折交

叉验证的方法得到模型的最佳参数。 最后,通过分

析 SHAP 值,本文识别与预测出了为恶性肿瘤相关

的危险因素及其对预测结果的影响。

1　 乳腺癌分析预测方法

1. 1　 基于随机森林的递归特征消除法

RF-RFE 算法采用随机森林分析变量重要性,
并根据变量重要性排序,进而通过 RFE 方法选择重

要变量[13] 。 其原理是通过构建随机森林模型来评

估每一个特征的重要性,并将最不重要的特征逐步

消除,重新训练随机森林模型,直到剩余的特征数量

达到预设的阈值或者模型性能不再提升,从而提高

模型的预测性能和鲁棒性。
1. 2　 LightGBM 算法

LightGBM[14] 是轻量级的梯度提升机器, 是
 

GBDT
 

模型的另一个进化版本[15] ,包括基于直方图

的决策树算法、直方图差加速,
 

限制最大深度的

Leaf-wise 叶子节点生长策略等。
LightGBM 运用了直方图算法。 其思想是:首

先,将连续的浮点特征值离散化为多个离散值,用来

构筑宽度直方图(bin)。 接着,再循环训练数据,以
离散后的特征值为索引,统计直方图中的

 

所有离散

值的累计统计量,最后根据索引遍历寻找最佳的分

割点 后, 进 行 特 征 选 择。 对 于 直 方 图 算 法,
LightGBM 还进行了进一步的优化。 使用了具有最

大深度限制的叶子节点生长(Leaf-wise)策略,从当

前所有叶子节点中找到分裂所计算的增益最大,即
数据量最大的叶子节点,让其分裂,再循环重复这一

步骤,进行多次分裂。 并且,该算法对 Leaf-wise 设

置了最大深度的限制,即设置超参数叶子数和最大

深度( max
 

depth),在保持高效率的同时防止过拟

合。
1. 3　 模型评价方法

在机器学习中,评价指标用于评估模型的性能

和预测能力。 本文使用准确率
 

(Accuracy)、精确率

(Precision)、召回率(Recall)、F1 - Score、AUC 作为

评价指标,具体介绍如下。
表 1　 混淆矩阵

Table
 

1　 Confusion
 

matrix

预测为恶性 预测为良性

真实为恶性 TP FN

真实为良性 FP TN

　 　 表 1 中, TP 表示正确预测为恶性样本数量,FN
表示错误预测为恶性样本数量,FP 表示错误预测为

良性的样本数量,TN 表示正确预测为良性的样本数

量。 接下来,将对各指标给出阐释分述如下。
(1)准确率 (Accuracy): 即模型预测正确样本

占总样本数的比例。 数学计算公式具体如下:

Accuracy = TP + TN
TP + TN + FP + FN

(1)

　 　 ( 2) 精确率 (Precision): 即模型预测为正例

(Positive)的样本中,实际为正例的样本所占的比

例。 数学计算公式具体如下:

Precision = TP
TP + FP

(2)

　 　 (3)召回率 (Recall): 即实际为正例的样本中,
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被模型正确预测为正例的样本所占的比例。 数学计

算公式具体如下:

Recall = TP
TP + FN

(3)

　 　 (4) F1 得分(F1 - Score): 即精确率和召回率

的加权平均值,用于综合评估模型的性能。 数学计

算公式具体如下:

F1 = 2 × Precision × Recall
Precision + Recall

(4)

　 　 (5) AUC 值(Area
 

Under
 

the
 

Curve):ROC 曲线

下的面积,用于综合评估模型的性能和鲁棒性。
AUC 的取值范围在 0. 5 ~ 1. 0 之间,越接近 1 表示模

型性能越好,越接近 0. 5 表示模型性能越差。

2　 SHAP 值方法

考虑到大多数集成学习算法虽然预测能力优

异,但却缺乏可解释性且难以确定影响疾病进程的

关键因素,而这对协助医生诊断和治疗疾病至关重

要。 因此,本文采取 SHAP 值对冠心病预测模型进

行可解释性分析。
SHAP 值是衡量特征的边际贡献度,是当前模

型解释的最佳方法之一,对于模型进行可视化的全

局解释、局部解释,可以在一定程度上满足业务对于

模型解释性的要求。 其全局解释(特征对于整体模

型的影响)可以作为特征重要性帮助筛选变量;局
部解释(对单个样本的预测结果进行解释)可以直

观地看到单个样本预测结果的主要影响因素,即特

征有哪些、以及相应的影响程度。
SHAP 值的计算方法源于博弈论,表示在一个

有限的合作游戏中,一个玩家对整个游戏价值的贡

献。 在 SHAP 模型中,将特征视为玩家,模型预测值

视为游戏价值。
SHAP 值满足以下 4 个公平性原则,分别是:效

率、对称性、空值玩家和线性。 SHAP 值的计算公式

如下:
   

ϕi(
 

f)= ∑
S⊂N{i}

[f(S∪{i} - f(S))] [| S |! (|N | -
 

| S | - 1)! ]
|N |!

(5)
　 　 其中, ϕi( f) 表示特征 i 的 SHAP 值; f 表示模

型;N 表示特征集合;S 表示不包含特征 i 的特征子

集。 式(5)表示特征 i 的 SHAP 值为所有可能的特

征子集 S 对模型预测结果的贡献的加权平均值。 权

重是根据特征子集的大小计算的,确保了公平性原

则得到满足。

3　 结果分析

3. 1　 数据来源及预处理

本文选取 Kaggle 中威斯康星乳腺癌数据集[6] 。
该数据集共有 569 个样本,共有 31 列特征。 其中,
357 例为良性样本,212 例为恶性样本。

首先,对样本进行预处理,使用 3σ 原则,检测

数据集中是否存在异常值,对于存在的异常值数据

使用中位数进行填充,并对数据集中连续性变量进

行标准化处理,消除量纲。
由于数据集中存在较多的特征,本文基于上述

数据的处理,选择基于随机森林的递归消除特征法,
对特征进行筛选,选取 15 个重要特征,详见表 2。

表 2　 特征含义表

Table
 

2　 Feature
 

meaning

变量名 特征含义

radius_mean 半径(点中心到边缘的距离)平均值

concave_points_worst 凹缝(轮廓的凹部分)最大值

concavity_worst 凹度(轮廓凹部的严重程度)最大值

smoothness_worst 平滑程度(半径内的局部变化)最大值

perimeter_worst 周长最大值

area_worst 面积最大值

radius_worst 半径(点中心到边缘的距离)最大值

texture_worst 纹理(灰度值的标准值)最大值

perimeter_se 周长标准差

concavity_mean 凹度(轮廓凹部的严重程度)平均值

texture_mean 纹理(灰度值的标准值)平均值

concave
 

points_mean 凹缝(轮廓的凹部分)平均值

perimeter_mean 周长平均值

area_mean 面积平均值

area_se 面积标准差

　 　 在以上数据处理的基础上,将数据集以 7:3 的

比例划分为训练集和测试集。
3. 2　 结果分析

为了保证模型能有更好的效果,通常需要采取

对模型调参的操作,因此采取网格搜索的方法来解

决机器学习过程中的超参数搜索问题。 目前,网格

搜索优化法是最简单、应用最广泛的超参数搜索算

法,通过对超参数组合列表中的每一个组合,实例化

给出模型,做 cv 次交叉验证,这里选择 5 次交叉验

证,将平均得分最高的超参数组合作为最佳的选择,
再返回模型对象。 因此,使用网格搜索优化法来进

行超参数调优。 LightGBM 集成学习模型基于网格

搜索优化的优化结果的参数的详细设置情况见
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表 3。
表 3　 重要参数值

Table
 

3　 Important
 

parameter
 

values

参数 learning_rate max_depth min_child_weight n_estimators

值 0. 1 6 6 100

　 　 由表 3 可知, 使用网格寻参和五折交叉验证的方

法得 出 LightGBM 算 法 的 重 要 参 数 分 别 是:
learning_rate 为 0. 1,max_depth 为 6,min_child_weight
为 6,n_estimators 为 100。

基于上述设置来构建模型在测试集上进行验

证,仿真结果见表 4。 实验仿真得到的 ROC 曲线如

图 1 所示。
表 4　 评价结果

Table
 

4　 Evaluation
 

results

评价指标 准确率 精确率 召回率 F1 - Score

结果 0. 970 0. 953 0. 968 0. 960

ROCcurve(area=0.97)
Randomguessing

1.0
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0.6

0.4

0.2

0
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Falsepositiverate
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ue
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si
tiv

e
ra
te

图 1　 ROC 曲线

Fig.
 

1　 ROC
 

curve

　 　 结合表 4 和图 1 可以看出,该模型性能表现良

好,准确率达到 97%, 且 AUC 值为 0. 97。
3. 3　 SHAP 分析

为了进一步研究乳腺癌的主要影响因素,提升

分类模型的可解释性,本文引入 SHAP 方法对乳腺

癌数据集进行特征分析。 图 2 为乳腺癌数据集的特

征重要性分析结果。 由图 2 可知,肿瘤凹缝(轮廓

的凹部分)最大值、纹理(灰度值的标准差)平均值

和面积标准差是影响乳腺癌的重要因素。
　 　 对于划分好的数据, 本文借助 Python 中的

SHAP 库计算了 LightGBM 模型的 SHAP 值,如图 3
所示。 每个点对应数据集的一个实例,即一个样本。
x 轴上的位置、即实际的 SHAP 值,表示该特征对特

定样本的模型输出、即对特定样本的相对患病风险

的影响[16] 。 换言之,较高 SHAP 值的样本相对于较

低 SHAP 值的样本具有较高的患恶性肿瘤风险。 此

外,各个特征按其重要性沿 y 轴排列,其重要性由其

绝对 SHAP 值的平均值给出。 特征位置越高,说明

重要性越高。

0 0.2 0.4 0.6 0.8 1.0 1.2

concave_points_worst
texture_mean
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图 3　 SHAP 蜂窝图
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3　 SHAP
 

honeycomb
 

diagram

　 　 SHAP 值反映特征对患乳腺癌种类的相对风险

的影响,SHAP 值越高,对预测患恶性肿瘤率的贡献

越大。 图 3 显示在 LightGBM 模型中,除了肿瘤凹度

(轮廓凹度的严重程度)平均值、面积平均值、周长

标准差、周长平均值和半径(点中心到边缘的距离)
平均值的 SHAP 值趋近于 0,表明这些特征对乳腺

癌预测结果贡献基本为 0 之外。 其余特征均倾向于

有很长的右尾。 这表明,该特征在较多样本的预测

值中均产生了较高的恶性肿瘤风险分数,这就意味

着,这些样本患乳腺癌恶性肿瘤率会更高。 从直观

而言,这个结果是有一定道理的。
SHAP 变化如图 4 所示。 从图 4 中可以看到肿
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瘤凹缝(轮廓的凹部分)最大值和纹理(灰度值的标

准差)平均值都在大于某一个临界值之后开始对患

恶性肿瘤风险预测产生正的影响,即相应数值越大,
预测样本的患恶性肿瘤风险就越大。 而其余特征对

预测产生的影响是不确定的。 以肿瘤凹缝(轮廓的

凹部分)最大值为例,如图 4( a)所示,当肿瘤凹缝

(轮廓的凹部分)最大值大于 0. 5 时,随着特征值的

增加 SHAP 值越来越大,即此时该特征对患恶性肿

瘤风险的预测产生正影响。 而在肿瘤凹缝(轮廓的

凹部分)最大值小于 0. 5 之前,该特征所在的 SHAP
值均为负值,且随着肿瘤凹缝(轮廓的凹部分)最大

值的下降 SHAP 值也越来越小,直到维持在-1. 0 左

右。 说明此时该特征对患恶性肿瘤风险的预测产生

负影响。 图 5 为肿瘤凹缝(轮廓的凹部分)最大值

的部分依赖图( Partial
 

Dependence
 

Plot,PDP )。 从

图 5 中可以看出,在肿瘤凹缝(轮廓的凹部分)最大

值小于 0. 5 时,预测结果约为 0. 4,表明该特征值在

此范围内的变化对预测结果影响不大且样本预测为

良性肿瘤的概率大。 而在肿瘤凹缝(轮廓的凹部

分)最大值大于 0. 5 时,该特征值的增加对预测结

果产生显著影响且增加了样本被预测为恶性肿瘤的

概率。 直至肿瘤凹缝(轮廓的凹部分)最大值大于

0. 6,该特征对样本预测为恶性的概率维持在 0. 6 左

右基本不变。
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　 　 除了对患癌风险的影响预测进行总体分析之

外,本文还对患病风险的影响预测进行了个体样本

分析,试图从总体到个体更为全面地分析患癌风险

各因素对患癌风险的影响。 本文随机选择 2 个样

本,分析影响因素,其中 SHAP 解释图中蓝色表示对

被诊断为恶性肿瘤有负向影响,红色表示被诊断为

恶性肿瘤预测有正向影响。 基线( Base
 

Value)为平

均预测概率,是所有样本汇总的平均预测值[17] ,因

此每一个样本的基线值均相同、为-1. 431。 将该样

本 SHAP 值汇总之后得到 f(x)。
SHAP 值随机个例解释如图 6 所示,决策路径

如图 7 所示。 从图 6(a)随机选择的 70 号数据可以

看出,该样本的患恶性肿瘤风险预测为 5. 49,高于

基线值-1. 431,说明该样本患恶性肿瘤风险较高,
这与该样本被诊断为恶性肿瘤的结果也是对应的。
除此之外,还可看出对于样本 70 号,产生正向影响

的特征对预测结果起主要作用。 在产生正向影响的

特征中肿瘤凹缝(轮廓的凹部分)最大值对预测值

的影响最大,接下来依次为面积标准差、纹理(灰度

值的标准差)平均值、面积最大值和半径(点中心到

边缘的距离)平均值。 同时,分析图 7( a)中该样本

的决策路径可知:在平滑程度(半径内的局部变化)
最大值这一特征处折线向左偏斜,说明该特征对于

预测结果起负向作用,且其纵坐标的排列顺序是按

照该样本的特征重要度进行排序,因此,可以看出对

于 70 号样本,影响其诊断结果的重要特征依次为:
凹缝(轮廓的凹部分)最大值、面积标准差、纹理(灰

度值的标准值)平均值等。
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从图 6(b)随机选择的 532 号数据可以看出,该
样本的患恶性肿瘤风险预测为-4. 03,低于基线值

-1. 431,说明该样本患恶性肿瘤风险较小,这与该

样本被诊断为良性肿瘤的结果是对应的。 除此之

外,还可看出对于患者 532,肿瘤凹度(轮廓凹度的

严重程度)最大值和面积最大值对其预测值产生较

大正向影响,肿瘤凹缝(轮廓的凹部分)最大值特征

对预测结果的负向影响最大,这就反映出模型预测

该患者患恶性肿瘤风险较小的内部机制。 同时,结
合图 7(b)该样本的决策路径可知:在面积最大值、
面积平均值等特征处折线向右偏斜,说明该特征对

于预测结果起正向作用,其余特征对于预测结果起

负向作用,且根据纵坐标可以看出对于 532 号样本,
影响其诊断结果的重要特征依次为:凹缝(轮廓的

凹部分)最大值、纹理(灰度值的标准值)平均值、面
积标准差等。

(a)70号样本力图

(b)532号样本力图

图 6　 SHAP 值随机个例解释图

Fig.
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for
 

random
 

cases

　 　 　 　 　 (a)
 

70 号样本　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 (b)
 

532 号样本

图 7　 决策路径

Fig.
 

7　 Decision
 

path

4　 结束语

本文模型构建的思想基于 LightGBM 算法并使

用网格搜索优化法建立乳腺癌预测模型,相比于传

统机器学习模型,被证明在预测乳腺癌方面具有更

好的效果。 在分析过程中,基于 SHAP 值对乳腺癌

预测模型进行了可解释研究,提供每一特征对于预

测的重要性程度的参考,最终得出诊断为恶性肿瘤

主要因素有凹缝(轮廓的凹部分)最大值、纹理(灰

度值的标准值)平均值、面积标准差等,为临床医生

进行快速有效的乳腺癌诊断提供依据。 本文的局限

性在于所使用的数据集特征较为常规,如果有更丰

富全面的数据,预测模型的效果可能会有进一步的

提升。 随着更高质量临床数据的收集和存储,在未

来的研究中可以使用更多样和全面的数据集,纳入

更多相关的因素于模型中,进一步提升乳腺癌预测
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准确率。
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