
第 14 卷　 第 10 期
 

Vol. 14 No. 10
 

　
 　

智　 能　 计　 算　 机　 与　 应　 用

Intelligent
 

Computer
 

and
 

Applications
　

　 2024 年 10 月
 

　
 

Oct.
 

2024

　 　 　 　 　 　吴洪昊,
 

孙娟.
 

基于迁移学习的多类别黄瓜叶片病害识别[J] .
 

智能计算机与应用,2024,14(10):176-181.
 

DOI:10. 20169 / j.
issn. 2095-2163. 241025

基于迁移学习的多类别黄瓜叶片病害识别

吴洪昊,
 

孙　 娟

(盐城农业科技职业学院,
 

江苏
 

盐城
 

224051)

摘　 要:
 

黄瓜病害识别存在准确率不高、计算耗时较长等问题,本文提出一种用于黄瓜叶片病害识别的改进框架。 首先在特

征提取阶段,对 VGG19 和 Inception
 

V3 模型使用迁移学习进行训练,采用并行最大协方差(PMC)进行信息融合,其次利用鲸

鱼优化算法进行特征优化,最后使用监督学习算法对选定的最佳特征进行分类。 利用本文构建的数据集,算法准确率提高至

96. 5%,耗时 45. 28
 

s,优于传统算法。
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Abstract:
 

Cucumber
 

disease
 

identification
 

faces
 

challenges
 

such
 

as
 

low
 

accuracy
 

and
 

long
 

computation
 

time.
 

This
 

paper
 

proposes
 

a
 

novel
 

framework
 

for
 

cucumber
 

leaf
 

disease
 

recognition.
 

Firstly,
 

in
 

the
 

feature
 

extraction
 

stage,
 

VGG19
 

and
 

Inception
 

V3
 

models
 

are
 

trained
 

using
 

transfer
 

learning,
 

and
 

Parallel
 

Maximum
 

Covariance
 

(PMC)
 

is
 

employed
 

for
 

information
 

fusion.
 

Secondly,
 

the
 

Whale
 

Optimization
 

Algorithm
 

(WOA)
 

is
 

utilized
 

for
 

feature
 

optimization.
 

Finally,
 

supervised
 

learning
 

algorithms
 

are
 

used
 

to
 

classify
 

the
 

selected
 

optimal
 

features.
 

Utilizing
 

the
 

dataset
 

constructed
 

in
 

this
 

paper,
 

the
 

algorithm
 

achieves
 

an
 

accuracy
 

of
 

96. 5%
 

with
 

a
 

computation
 

time
 

of
 

45. 28
 

s,
 

outperforming
 

traditional
 

algorithms.
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0　 引　 言

受尺度变化、形状、对比度和颜色等因素的影

响,黄瓜病害分割识别是一项具有挑战性的任务。
研究人员提出了很多方法来有效检测黄瓜病害。
Zhang 等学者[1]提出了一种用于黄瓜病害分类的稀

疏编码技术(F-KNN)。 利用 K 均值聚类,按部分和

形状分割黄瓜叶片。 通过减少计算量提高了分类准

确率,但鲁棒性较差。 Zhang 等学者[2] 对黄瓜病害

进行了基于支持向量机的分类( C-SVM、Q-SVM),
模型泛化能力较强,耗时长,对于一些复杂的非线性

问题,需要使用更复杂的核函数或者其他方法。
Zhang 等学者[3]利用直方图导向梯度金字塔的对数

频率变化( P -HoG)和期望最大化技术有效识别黄

瓜病害,取得了较好的分类效果。

Lin 等学者[4] 提出了一种基于语义分割的方法

识别白粉病,并且在单个种类的白粉病上实现了

96. 8%的平均准确度,但存在数据需求量大等问题。
Zhang 等学者[5]提出的特征选择方法(ESD)对 3 种黄

瓜病害进行识别,准确率达到 96%,但鲁棒性较差,精
度不稳定。 Zhang 等学者[6] 提出了一种用于识别黄

瓜病害的全局扩张 CNN 模型(W-KNN)。 该方法有

效地识别了黄瓜的 6 种不同病害,准确率达到 94.
65%。 Ma 等学者[7] 提出了一种基于深度 CNN 模型

(EB-Tree)的黄瓜炭疽病、白粉病、叶斑病、霜霉病四

种病害的识别方法,准确率达到了 93. 4%。 尽管以上

研究在黄瓜病害识别率上均取得一定的进展,但耗时

较长。
本文为了进一步提升识别黄瓜病害的准确率,

提高计算效率,将不同的深度 CNN 模型特征连接起



来以获得更好的精度。
通过选择稳定的特征进行分类,利用多种优化

技术获得更好的结果。 基于此提出了一种新的用于

黄瓜叶片病害识别的改进框架。 在这项工作中,取
得了以下主要贡献:

(1) 根据准备好的黄瓜叶病数据集, 微调

VGG19 和 Inception
 

V3。
(2)提出了一种新的特征融合方法—并行最大

协方差(PMC)。
(3)实现了一种用于选择最佳特征的鲸鱼优化

算法。

1　 材料与方法

本文采用 ES-KNN 分类器( Ensemble
 

of
 

Subset
 

of
 

K-Nearest
 

Neighbours)以较低的计算成本实现了

具有竞争力的性能。 设计的 ES-KNN 分类器,包括

3 个部分(如图 1 所示):
(1)使用迁移学习实现预训练的深度 CNN 模

型,用于深度特征提取。
(2)对深度提取的特征进行融合。
(3)使用鲸鱼优化算法优化提取的特征,并执

行分类。

Dataset
VGG19

224?224?3

229?229?3

InceptionV3

P?4096

R?2048

FeatureFusion FeatureSelection
Classification

图 1　 该项目的黄瓜病害识别方法

Fig.
 

1　 Cucumber
 

leaf
 

disease
 

recognition
 

method
 

in
 

the
 

paper

1. 1　 深度特征提取

CNN 模型[8]主要由卷积层、池化层、全连接(FC)
层以及一个 ReLU 激活函数组成[9] 。 本文使用预先

训练的深度 CNN 模型 Inception
 

V3[10]和 VGG19[11]进

行特征提取。 研究中利用黄瓜数据集进行深层特征

提取,并采用 70:30[12]的方式进行训练和测试。 在此

基础上,对输入层图像进行预处理,根据输入层的大

小调整图像尺寸。 在 VGG19 模型中,利用第一个卷

积层作为输入层,在 FC 层上加以激活并进行特征提

取,得到 1×4
 

096 的特征向量。 ψ l1 表示使用 VGG19

提取的特征向量。 用于特征提取的结构如图 2 所示。
同时还利用 Inception

 

V3 进行特征提取。 卷积层用作

输入,平均池用于执行激活,进行特征提取。 通过对

平均池层进行激活,提取出 1×2
 

048 大小的特征图,
特征向量用 ψ l2 表示。 在训练和测试阶段,将从

Inception
 

V3 和 VGG19 中提取的特征连接起来。
Inception

 

V3 的详细架构如图 3 所示,
 

这里通过修改

深度学习模型, 使用 Sigmoid[13] 作为训练函数。 其

他参数如下:历元数 200;每个历元的迭代次数为 30;
最小批量为 64;学习率为 0. 000

 

1。
224?224?3224?224?64 112?112?128 56?56?256 28?28?51214?14?5127?7?5121?1?4096

Fe
at
ur
e
M
ap

FC
_7

Convolution Maxpooling Fully

Data

图 2　 特征提取结构图

Fig.
 

2　 Diagram
 

of
 

the
 

structure
 

of
 

feature
 

extraction

Fu
tu
re

M
ap

Convolution Maxpooling Avgpool Concat

图 3　 使用迁移学习进行特征提取的预训练 InceptionV3 架构

Fig.
 

3　 Pre-trained
 

InceptionV3
 

architecture
 

for
 

feature
 

extraction
 

using
 

transfer
 

learning
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1. 2　 特征融合

特征融合是模式识别领域的一个热门研究课

题[14] 。 目标分类需要一个强大而稠密的特征空间,
特征融合是解决这一问题的方法。 特征融合在获得

准确结果方面起着至关重要的作用,但会严重影响

计算成本。 本文提出了一种新的特征融合方法—并

行最大协方差( PMC) [15] 。 融合过程均衡了特征空

间的大小,得到单一的特征向量,假设有 2 个由 ψ l1

和 ψ l2 表示的深度 CNN 特征空间, 其维数为 p × q和
p × r。 这里,p 表示特征映射中的图像,q 表示使用

VGG19 提 取 的 特 征 向 量 p × 4
 

096 的 维 数。
Inception

 

V3[16]特征图尺寸表示为 r × 2
 

048。 研究

中添加填充的平均值来均衡 2 个特征映射的长度。
假设 a 表示模式场 ψ1 中的列向量 m,b 表示模式场

ψ2 中的列向量,使用时间序列的行向量投影[17] 可

由如下公式进行描述:
y1 =ψT

1ψl1 (1)
y2 =ψT

1ψl2 (2)
　 　 最大协方差为:

c = Cov y1,y2[ ] (3)
c = Cov ψT

1ψl1,ψT
1ψl2[ ] (4)

c = 1
n - 1

Cov[ψT
1ψl1,ψT

1ψl2] (5)

c =ψ1(Cψ1ψ2
)ψ2 (6)

Cψ1ψ2
= 1
n - 1

(ψl1ψ( l2)T) (7)

　 　 ψ1 和ψ2 之间的协方差用Cψ1ψ2
表示,分别具有 i

和 j 特征ψ i 和ψ j。 最终融合的特征映射具有最大协

方差 Cψ1ψ2
。 融合过程创造了添加冗余特征的机会。

在本文提出的融合方法中,研究得到了最终的 N ×
6

 

145 维融合特征向量。
1. 3　 特征优化

特征优化技术的使用通过删除不相关和冗余的

特征来提高机器算法的性能[18] 。 在作物病害检测

中,使用不同的算法来优化数据,有助于更好地诊断

病害。 针对作物病害分类,采用 Whale 优化算法

(WOA) [19] 进行特征优化。 在自然界中,座头鲸通

常以群居为主。 在捕食过程中,座头鲸会成群地将

猎物围住,在螺旋运动的过程中不断吐出气泡,由此

形成螺旋状的“泡泡网” [7] ,进而将猎物越逼越紧,
直至能一口吞下。
1. 3. 1　 WOA 优化算法

 

由于最优设计在搜索空间中的位置不是先验已

知的,WOA
 

算法[20] 假设当前的最佳候选解是目标

猎物或接近最优解。 在定义了最佳搜索代理后,其
他搜索代理将因此尝试向最佳搜索代理更新其位

置。 这种行为由下列方程表示:
E =| F·Y∗( t) - Y( t) | (8)
Y( t + 1) = Y∗( t) - B·E (9)

　 　 其中, t 表示迭代次数;Y∗( t) 表示当前最优解

的位置向量; Y( t) 表示位置向量; B 和 F 分别表示

系数向量,每次迭代过程中有更优解出现时就需要

更新
 

Y∗( t)。 B 和 F 向量计算公式可写为:
B = 2·b

 

r·b (10)
F = 2r (11)

　 　 其中,
 

b 在迭代过程中从 2 线性地下降至 0(探

索和利用阶段均如此), r 表示[0,1]之间的随机向

量[6] 。 通过降低式(10)中 b 的值,实现对猎物的包

围。 搜索代理的新位置可以定义为代理原始位置与

当前最优代理位置之间的任意位置。 座头鲸通过在

目标周围 12
 

m 的半径内引发气泡来包围猎物,以形

成气泡网。 猎物的位置和鲸鱼之间的距离计算如

下:
Y( t + 1) =E·ebl·cos(2π) +Y∗( t) (12)

　 　 其中, E =| F·Y∗( t) -Y( t) | ;b 表示对数函数

的常数,表示第 i 头鲸鱼与猎物(当前最优解) 之间

的距离;l 表示[ - 1,1] 之间的随机数。
1. 3. 2　 具体步骤

本文结合 WOA 算法进行特征优化,算法流程

如图 4 所示。
　 　 利用以上算法对神经网络卷积层(卷积核数量

为 m,大小 s,批大小 batch,学习率 η) 进行优化改

进,将这 4 个参数对应为每个座头鲸的空间向量位

置,第 i 头座头鲸的位置为:
X i = (mi,si,batchi,ηi) (13)

　 　 算法处理流程具体如下:
(1)数据预处理。 对采集到的数据进行归一化

处理。
(2)数据集划分。 将数据集按

 

3:1
 

的比例分为

训练集和测试集。
(3)鲸群初始化。 本文将鲸群种群个数设为

 

30,迭代次数 N 设为
 

20。
(4)捕食行为。 捕食行为具体步骤为:
Step

 

1　 对每只鲸鱼的位置进行更新。 根据式

(12)更新鲸鱼位置。
Step

 

2　 计算更新位置后鲸鱼的适应度值。 使

用更新后的
 

CNN
 

结构参数,分别在训练集和测试集

上进行训练与测试,筛选出与当前一代最佳适应度
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值相对应的鲸鱼位置,并计算适应度值。
Step

 

3　 判断结束条件。 判断迭代次数是否满

足 t > N, 如果条件不满足,则重新进行迭代计算,
只有在满足条件时,局部深度搜索才会结束。

(5)进行猎物搜寻。 经过 N 次迭代优化操作

后,鲸群找到了平均损失值最小的一代。 这一代对

应的鲸鱼位置就是全局最优解,即猎物位置。
(6)模型重构。 得到全局最优鲸鱼 X i = (mi,si,

batchi,ηi) 的位置后,使用最优的卷积核数量、大

小、训练批次和学习率这 4 个参数,重新构建卷积神

经网络模型,并分别在训练集和测试集上进行训练

与测试。

利用向量X的各特征参数构建CNN

模型，计算每个个体的适应度值，如

果有更好的解则更新最优鲸鱼位置

鲸群初始化xi=(mi,si,batchi,ηi),
将种群映射成i个空间向量

t<N

根据式（5）、式（6）更新A、C和a

产生随机p∈[0,1]

p<0.5

｜A｜<1?否

否

是

是

鲸鱼采用式（7）
更新所有个体
位置

选取适应度值最小
的个体作为当前最
优，并采用式（4）更
新其他鲸鱼位置

随机选取某个个体
作为当前最优，并采
用式（10）更新其他
鲸鱼的位置

输出结果

对测试样本进行检测

达到迭代次数

修正CNN初始化参数

否

计算适应度值

采用训练集进行网络训练

获取最优卷积神经网络参数
xi=(mi,si,batchi,ηi)

确定CNN拓扑结构

设定CNN部分参数

数据预处理

开始

卷积神经
网络部分 鲸鱼算法部分

是

是

否

图 4　 算法流程

Fig.
 

4　 Flowchart
 

of
 

the
 

algorithm

2　 结果与分析

2. 1　 实验环境

提出的黄瓜病害识别方法已经在一个扩充的黄

瓜数据集上实现。 本文构建了包括 5 类黄瓜病害的

数据集,包括角斑病(71 幅图像)、白粉病(43 幅图

像)、霜霉病(104 幅图像)、枯萎病(54 幅图像)和炭

疽病(67 幅图像),共计 339 张原始图像。 通过扩充

增加数据集大小并消除类别不平衡。 所有图像都是

RGB(红、绿、蓝) 格式,原始图像尺寸为 256 × 256 ×
3。 扩增过程后,每类图像的数量达到 500 张[21] 。
来自黄瓜叶数据集的样本图像如图 5 所示。 使用

70:30 方法以及 10 倍交叉验证来执行所提议的训

练和测试方法。 所提出的方法的仿真是在配备有

Intel
 

i7 第八代计算机处理单元(CPU)、16
 

GB
 

RAM
和 8

 

GB 图形卡的台式计算机上执行的。 通过与不

同分类器的对比,使用不同的评估方法(如准确性、

假负类率 (FNR) 和计算时间)来评估该方法的性

能。

角斑

炭疽病

枯萎病

霜霉病

白粉病

图 5　 黄瓜叶片图像数据集中的样本图像

Fig.
 

5　 Images
 

of
 

a
 

sample
 

in
 

a
 

cucumber
 

leaf
 

image
 

dataset

2. 2　 实验结果

表 1 为本文方法深度特征融合的实验结果,使
用预训练的深度 CNN 模型提取深度特征,并执行并

行连接。 将多个分类器应用于融合的特征空间以执

行识别。 表 1 结果表明,基于 KNN 和 SVM 的改进

算法对样本数量依赖相对较小,均获得超过 93%的
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准确率,如 ES-KNN 以 4. 8%的假负类率 (FNR) 实

现了 95. 2%的准确率,C -SVM 获得 95. 6%的准确

率。 而对样本依赖较高的分类器,如 ESD、 MG -
SVM、W-KNN 和 EB-Tree 分别实现了 64. 2%、93.
3%、87. 1%和 89. 4%的准确率,相较于 ES-KNN、C-
SVM 等算法,准确率偏低。

表 1　 深度特征融合的黄瓜病害识别结果

Table
 

1 　 Cucumber
 

disease
 

identification
 

results
 

based
 

on
 

deep
 

feature
 

fusion

Method Accuracy / % FNR / % Time / s

ES-KNN 95. 2 4. 8 250. 630

F-KNN 94. 6 5. 4 58. 365

C-SVM 95. 6 4. 6 175. 360

Q-SVM 94. 9 5. 1 159. 730

ESD 64. 2 35. 8 956. 460

MG-SVM 93. 3 6. 7 204. 980

W-KNN 87. 1 12. 9 59. 113

EB-Tree 89. 4 10. 6 83. 476

　 　 提出的特征优化方法通过减少计算时间来提高

模式识别性能。 使用 WOA 优化融合的特征向量来

选择最佳特征。 表 2 为基于特征优化方法的黄瓜病

害识别结果。 结果表明,ES-KNN 在 3. 5%的 FNR
下最高准确率达到了 96. 5%。 从时间角度来看,时
间减少意味着计算效率的增加。 改进分类模型应用

前后算法计算代价的降低,导致运行时间大大减少。
以 ES-KNN 为例,计算时间减少了 82%。

表 2　 基于特征优化方法的黄瓜病害识别结果

Table
 

2 　 Cucumber
 

disease
 

identification
 

results
 

based
 

on
 

feature
 

optimization
 

method

Method Accuracy / % FNR / % Time / s

ES-KNN 96. 5 3. 5 45. 280

F-KNN 94. 2 5. 8 11. 460

C-SVM 93. 8 6. 2 32. 508

Q-SVM 93. 6 6. 4 29. 505

ESD 93. 1 6. 9 175. 860

MG-SVM 93. 0 7. 0 38. 444

W-KNN 86. 5 13. 5 11. 278

EB-Tree 88. 2 11. 8 27. 444

　 　 通过图 6 中的混淆矩阵进行了验证。 图 7 显示

了应用特征选择后平均分类精确度数据区域值结果

的箱线图。 从中看出,在大多数情况下,ES-KNN 算

法的结果具有较高的中位数值,同时能够保持较小

的四分位数范围。 证明 ES -KNN 算法在稳定性和

鲁棒性方面优于其它算法。 ES-KNN 算法的分类能

力优于其他算法,当样本容量小的时候,由于训练样

本取值不均衡导致 ESD、MG-SVM、W-KNN 和 EB-
Tree 等算法的分类能力大幅下降。

角斑

炭疽病

枯萎病

白粉病

霜霉病

角斑 炭疽病 霜霉病 枯萎病白粉病
PredictedClass

Tr
ue

cl
as
s

图 6　 黄瓜病害识别混淆矩阵

Fig.
 

6　 Confusion
 

matrix
 

of
 

cucumber
 

disease
 

identification

25%~75%
1.5IQR内的范围
中位线
均值
异常值

1.00

0.98

0.96

0.94

0.92

0.90

0.88

0.86

Ac
cu
ra
cy

ES-KNNF-KNNC-SVMQ-SVM ESDMG-SVMW-KNNEB-Tree

图 7　 8 种分类器识别精度箱线图

Fig.
 

7　 Box
 

plots
 

of
 

8
 

types
 

of
 

classifiers
 

recognition
 

accuracy

3　 结束语

与现有的黄瓜病害识别方法相比,该方法在准

确性和计算时间方面取得了更有竞争力的性能。 与

现有方法的综合比较,所提出的黄瓜病害深度特征

融合和特征选择方法耗时更短(45. 28
 

s),对角斑

病、白粉病、霜霉病、枯萎病和炭疽病五种黄瓜病害

的识别准确率达到 96. 5%。
为了有效识别黄瓜病害,提出了一种包含特征

融合的深度学习方法。 使用 WOA 对所提出的深度

特征融合方法进行优化。 深度特征融合和选择方法

包括 2 个阶段。 在第一阶段,使用预训练的深度

CNN 模型( VGG19 和 InceptionV3) 提取深度特征。
对提取的深度特征进行融合,并采用不同的分类器

进行识别。 仿真结果表明 ES -KNN 算法的准确率

达到 95. 2%,计算时间为 250. 63
 

s。 在第二阶段进

行特征选择以减少计算时间并提高识别精度。 采用

机器学习算法对使用 WOA 的优化特征进行分类,
将 ES-KNN 的识别精度提高到 96. 5%,计算时间降
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至 45. 28
 

s。 结果表明,本文方法用于黄瓜病害识别

具有较强的鲁棒性和较低的成本。
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