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摘　 要:
 

由于 MEC 在面对大规模数据传输和计算需求时存在性能瓶颈,在实际应用中,通过将任务数据缓存到本地,可以大

大减少数据传输时间和网络带宽的消耗,提高 MEC 的性能。 本文研究了多边缘服务器多移动用户缓存辅助场景下的系统长

期平均开销优化问题,提出了一种计算卸载、资源分配和缓存决策联合优化方案。 该方案基于 D3QN 框架,利用了遗传算法

和 KKT 分别获得本地和边缘计算资源分配,基于任务请求概率分布更新 MEC 服务器缓存空间,并通过 D3QN 网络的学习和

保序量化得到近似最优的卸载决策。 仿真结果表明,在不同系统参数下,本文所提出方案相较于其他方案具有更佳的性能。
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Abstract:
 

Due
 

to
 

the
 

performance
 

bottleneck
 

of
 

MEC
 

in
 

facing
 

large-scale
 

data
 

transmission
 

and
 

computing
 

demands,
 

caching
 

task
 

data
 

locally
 

can
 

significantly
 

reduce
 

data
 

transfer
 

time
 

and
 

network
 

bandwidth
 

consumption,
 

thereby
 

improving
 

the
 

performance
 

of
 

MEC
 

in
 

practical
 

applications.
 

This
 

paper
 

investigates
 

the
 

optimization
 

problem
 

of
 

long-term
 

average
 

system
 

cost
 

in
 

a
 

scenario
 

of
 

multiple
 

edge
 

servers
 

and
 

multiple
 

mobile
 

users
 

with
 

cache
 

assistance,
 

and
 

proposes
 

a
 

joint
 

optimization
 

scheme
 

for
 

computing
 

offloading,
 

resource
 

allocation,
 

and
 

caching
 

decision-making.
 

The
 

proposed
 

scheme
 

is
 

based
 

on
 

the
 

D3QN
 

framework
 

and
 

utilizes
 

genetic
 

algorithm
 

and
 

KKT
 

to
 

respectively
 

obtain
 

local
 

and
 

edge
 

computing
 

resource
 

allocation.
 

And
 

the
 

scheme
 

updates
 

the
 

MEC
 

server
 

cache
 

space
 

based
 

on
 

the
 

probability
 

distribution
 

of
 

task
 

requests
 

and
 

obtains
 

an
 

approximately
 

optimal
 

offloading
 

decision
 

through
 

learning
 

and
 

quantization
 

of
 

the
 

D3QN
 

network.
 

Simulation
 

results
 

show
 

that
 

the
 

proposed
 

scheme
 

has
 

better
 

performance
 

compared
 

with
 

other
 

schemes
 

under
 

different
 

system
 

parameters.
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0　 引　 言

随着物联网和 5G 的发展,智能互联应用如

VR、AR、人脸识别、自动驾驶等迅速兴起[1] 。 但移

动设备计算能力有限,部分任务需上传至云服务器

协助计算,导致数据处理出现时效性和安全性问

题[2] 。 移动边缘计算 ( Mobile
 

Edge
 

Computing
 

,
 

MEC)可以解决此问题。 MEC 将计算、存储和网络

资源推向网络边缘,提供强大的计算能力,接近设

备,避免核心网络拥塞。 MEC 利用网络边缘的闲置

计算能力和存储空间,能处理需要实时响应或高计

算复杂度的任务[3-4] 。
目前针对 MEC 的研究中,文献[5-6]关注于优

化单用户任务的时延问题。 文献[5]关注 0-1 方式

下的任务卸载决策,目的是最小化任务的执行时延。
文献[6] 则研究了部分卸载模式下的最优卸载决

策,通过对任务进行数据分割,降低了任务的执行时

延。 文献[7-8]则关注多用户 MEC 系统中的时延

优化问题。 文献[7]通过部分卸载任务来最大限度

地降低任务处理时延,但未考虑用户设备的本地能

耗约束。 相比之下,文献[8]研究了用户设备的本

地能耗对任务卸载决策的影响,提供了一种计算资



源分配的优化方案。 文献[9-11]深入研究了 MEC
系统的能源消耗问题。 其中,文献[9]考虑了任务

计算和文件传输所消耗的能量,设计了一种节能方

案,通过计算任务的卸载和无线电资源的优化分配,
在满足时延约束的同时最大程度地降低了能耗。 文

献[10]研究了面向多用户的 MEC 系统、需要将多

个智能移动设备的计算任务卸载到 MEC 服务器的

情况,提出了卸载决策、计算资源分配和无线电资源

分配在内的联合优化方法。 文献[11] 针对小规模

网络,提出了一种计算卸载的能效管理方案,该研究

将计算分流决策、功率和频谱进行联合优化,旨在最

大程度地减少所有用户设备的能耗。
然而,由于网络传输和计算复杂度的限制,MEC

在处理大规模数据传输和计算任务时仍然存在性能

瓶颈。 为了提高 MEC 系统的性能,缓存技术被引入

到 MEC 中,通过在本地缓存数据来减少数据传输时

间和网络带宽的消耗[12] 。 文献[13]研究了配备共

享缓存的 IoV 中的完整任务卸载问题,以提高用户

体验的质量。 文献[14]通过最小化系统成本来解

决超密集 MEC 网络中的移动感知内容缓存和用户

关联问题,并提出了一种基于移动的在线缓存算法。
本文提出了一种计算卸载、资源分配和缓存决

策联合优化方案,旨在有效地利用 MEC 服务器的缓

存空间和优化资源分配,以提高 MEC 系统的性能和

降低系统开销。 该方案采用了基于深度强化学习的

算法来优化计算卸载、资源分配和缓存决策,并通过

仿真实验验证了该方案的有效性和性能优势。 该研

究对于 MEC 系统中的缓存技术应用和性能优化具

有一定的参考价值。

1　 系统模型

系统模型如图 1 所示。 本文考虑一个多 MEC
服务器多移动设备 ( Mobile

 

Device,
 

MD) 组成的

MEC 系统,其中每个 MEC 服务器部署在一个无线

接入点附近并为其覆盖范围内的 MD 提供计算和缓

存等服务。 系统共有 M 个小区,每个小区有一个无

线接入点和 MEC 服务器。 每个小区内随机分布一

些 MD,可以在小区之间移动,并采用 0 - 1 卸载模

式。 系统以时隙结构运行。 记 Mmm = {1,2,…,M}
表示所有小区的集合, Nmm = {1,2,…,Nm} 表示第

m 个小区内的 MD 集合,
 

Nm = {1,2,…,N} 表示整

个系统内的 MD 集合, N = ∑
M

m = 1
Nm,Tm = {1,2,…,T}

表示所有时隙的集合,每个 MEC 服务器具有 D (比

特)的存储空间用于存储缓存的任务数据,计算能

力为 F (CPU 周期 / s)。

云数据

NEC服务器

缓存

无线接入点

基站

图 1　 系统模型

Fig.
 

1　 System
 

model

1. 1　 任务模型

假设总共有 K 个异构计算任务,由集合 Κ =
{1,2,…,K} 表示,每个任务 k ∈ Κ 有不同的数据

量、计算资源需求,用 {bk,dk} 表示第 k 个任务的属

性,其中 bk 表示任务的输入数据大小, dk 表示计算

任务所需的计算资源。 当任务被请求时, MD 或

MEC 服务器使用输入数据执行计算,获得计算结

果。
每个用户在每个时隙开始从任务集合中随机请

求一个计算任务,定义任务请求变量 km
n,t ∈ Κ。 每

个用户对不同任务的偏好程度不同,即请求每个任

务的概率不同。 假设用户从 K 中请求任务的概率

服从 Zipf 分布[15-16] ,请求的任务的动态概率分布表

示为 ϕt = {ϕ1,t,ϕ2,t,…,ϕk,t}, 进而推得:

ϕk,t =
z -ηk,t

∑
K

l = 1
z -ηl,t

(1)

　 　 其中, ϕk,t 表示第 k 个任务的请求概率; zk,t 表

示每个任务的请求概率排序;Zipf 参数 η ≥ 0 用于

控制请求概率偏差。 任务间请求概率差异随着 η增

加而变大,请求概率越高表示任务越容易被重复请

求。
1. 2　 缓存模型

任务缓存是指在 MEC 服务器缓存任务输入数

据,可以降低 MD 的能耗和任务卸载的传输时延。
假设云端拥有所有任务的输入数据,MEC 服务器可

以从云端或者 MD 卸载获取任务数据并缓存,所有

MEC 服务器共享同样的缓存内容。 对于所有 MEC
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服务器,定义 ck,t ∈ {0,1} 表示缓存决策变量, ck,t =
1 表示将计算任务 k 的输入数据在 t 时隙缓存在

MEC 服务器中,并且可以在 t + 1 时隙中使用, ck,t =
0 表示不缓存。

定义 MEC 服务器的缓存任务集合 Κc
t ⧋ {k ∶

ck,t -1 = 1}。 如果用户请求的任务在 MEC 服务器缓

存中,那么任务无需卸载,由 MEC 服务器直接计算。
如果用户请求的任务不在 MEC 服务器缓存中,那么

用户设备需要在本地执行任务或者将任务卸载到其

所在小区的 MEC
 

服务器 m 中 执行。
1. 3　 移动性模型

用户在小区的平均驻留时间为 β, 表示用户的

移动强度服从高斯分布,可以通过分析该小区所有

用户的历史驻留数据获得。 如果用户选择在 MEC
处理任务,假设所需时间为 Tn

t , 那么当 MEC 服务器

准备发回计算结果时,用户还在原小区的概率表示

为:

p1 =∫Tnt

0

1
β
e
-τ
β dτ = 1 - e

-Tnt
β (2)

　 　 离开的概率表示为 pmove = 1 - p1。
如果 MEC 准备发回计算结果时,用户已经离开

原小区,则计算结果需要先转发给用户当前所在小

区的 MEC,此过程将产生迁移开销 Cmove。 假设迁移

开销正比于计算结果大小,计算结果大小正比于输

入数据大小,因此迁移成本可表示为 Cmove = γbkmn,t
,

其中 γ 表示每比特任务的迁移开销。
1. 4　 本地计算模型

假设 MD 的计算资源为 fm,l
n,t , 当 MD 选择完全在

本地计算任务时,那么本地计算时延为:

Tm,l
n,t =

dkmn,t

fm,l
n,t

(3)

　 　 对应的本地计算能耗为:
Em,l

n,t = Κ·dkmn,t
·( fm,l

n,t ) 2 (4)

　 　 其中, Κ 表示取决于 MD 芯片架构的有效开关

电容。
1. 5　 边缘计算模型

当 MD 选择完全在边缘计算任务时,时延主要

分为以下 3 部分:
(1)任务从用户上传到 MEC 服务器的上行链

路时延 Tm,u
n,t 。

(2)边缘服务器的任务计算时延 Tm,e
n,t 。

(3)任务计算后的结果回传给用户的下行传输

时延。 一般来说,任务输出数据比输入数据小得多,

边缘服务器之间传输速率和下行传输速率比上行速

率大得多,因此不考虑第 3 部分的时延。
如果 ckmn,t,t -1

= 1, 即对于请求任务在缓存中的用

户,采用本地 MEC 服务器计算的方式,任务数据不

需要上传给 MEC 服务器,时延只需考虑第 2 部分,
表示为:

Tm,e
n,t =

dkmn,t

fmn,t

(5)

　 　 其中, fmn,t 表示 MEC 服务器 m 分配给该小区用

户 n 的计算资源。
如果 ckmn,t,t -1

= 0, 即对于请求任务不在缓存中用

户,需要将任务数据上传给本地 MEC 服务器进行计

算,时延需同时考虑第 1、2 部分:
(1)任务上传阶段。 数据传输速率表示为:

rmn,t = Wlog2(1 +
pm
n,thm

n,t

σ2 + In,t

) (6)

　 　 其中, W 表示每个 MD 和无线接入点之间的通

信带宽; hm
n,t 表示信道增益; σ2 表示高斯白噪声; In,t

表示 MD 的干扰信号,包括码间干扰、信道间干扰

等; pm
n,t 表示上传功率。 因此任务数据上传时延 Tm,u

n,t

表示为:

Tm,u
n,t =

bkmn,t

rmn,t

(7)

　 　 对应的上传能耗 Em,u
n,t 表示为:

Em,u
n,t = pm

n,tTm,u
n,t (8)

　 　 (2)本地 MEC 服务器计算阶段,任务的计算时

延表示见式(6)。
除了时延、能耗外,边缘计算中系统开销还包括

任务结果迁移开销 Cmove。

2　 问题描述

本文的优化目标是设计最优的卸载策略、本地

计算资源分配策略、边缘计算资源分配和缓存策略,
在满足计算资源、缓存容量等约束条件的情况下来

最小化由时延、能耗、计算结果数据迁移开销组成的

系统的长期平均开销。
基于建立的系统模型和相关分析,MDn 请求任

务的总处理时延 Tm
n,t 可以表示为:

Tm
n,t = xm

n,t((1 - ckmn,t,t -1)Tm,u
n,t + Tm,e

n,t ) + (1 -

xm
n,t)Tm,l

n,t (9)
其中, xm

n,t ∈ {0,1} 表示卸载决策变量, xm
n,t = 1

表示任务卸载, xm
n,t = 0 表示不卸载。
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总能耗 Em
n,t 可以表示为:

　 Em
n,t = (1 - xm

n,t)Em,l
n,t + xm

n,t(1 - ckmn,t,t -1)Em,u
n,t (10)

因此,系统的即时开销表示为:

　 C t = ∑
m∈M

∑
n∈Nm

μ1Tm
n,t + μ2Em

n,t + μ3xm
n,tpmoveCmove (11)

其中, μ1,μ2,μ3 分别表示时延、能耗、任务结果

迁移开销的权重系数,范围在[0,1],用于权衡四者

的重要程度。 系统的长期平均开销为:

C = 1
T ∑

t∈T
C t (12)

　 　 综上,优化问题的公式和约束条件如下:
P1: min

xmn,t,f
m,l
n,t ,f

m
n,t,ck,t

C

s. t.
 

C1:ck,t ∈ {0,1}

　 　 C2:xm
n,t ∈ {0,1}

　 　 C3:0 ≤ pm
n,t ≤ pm. max

n

　 　 C4:0 ≤ fm,l
n,t ≤ fmax

l

　 　 C5:∑
n∈Nm

t

xm
n,t

  fmn,t ≤ Fm
t

　 　 C6:0 ≤ fmn,t ≤ Fm
t

　 　 C7:∑
k∈Κc

t

bk ≤ D

(13)

　 　 其中,
 

Fm
t 表示 MEC

 

m 服务器可用计算资源;
C1表示每个任务的缓存决策约束;C2表示用户请求

任务的卸载决策约束;C3 表示传输功率约束;C4 表

示本地计算能力约束;C5 和 C6 表示 MEC 服务器分

配给任务的计算资源约束;C7 表示 MEC 服务器缓

存容量约束。
问题 P1 是一个典型的混合整数非线性规划问

题,很难用传统的数学方法直接解决。 然而通过上

述分析,当卸载决策 xm
n,t 和缓存空间 Κc

t 已知后,本
地计算资源 fm,l

n,t 分配决策和 MEC 服务器计算资源

fmn,t 分配决策优化是独立的,本地开销和边缘开销的

优化也是独立的。
当 xm

n,t = 0 时,可以提取 P1 问题中关于 fm,l
n,t 的

项,将其表述为最优本地开销问题 P2:
P2:min

fm,l
n,t

C local

s. t.
  

0 ≤ fm,l
n,t ≤ fmax

l ,∀n ∈ Nm
t (14)

　 　 其中, C local = μ1Tm,l
n,t + μ2Em

n,t。
当 xm

n,t = 1 时,在当前系统中,上传任务数据的

延迟、迁移开销都可以通过变量直接计算而得出。
因此,优化边缘处理的时延可以使边缘开销最小化。
提取 P1 问题中关于 fmn,t 的项,将其表述为最优边缘

计算时延问题 P3:

P3:min
fmn,t

∑
n∈Nm

t

Tm,e
n,t

s. t.
 

C1:∑
n∈Nm

t

fmn,t ≤ Fm
t

C2:0 ≤ fmn,t ≤ Fm
t (15)

　 　 当 fm,l
n,t 和 fmn,t 已知时,将其带入优化问题 P1,则

问题 P1 可以转化为卸载决策和缓存决策问题 P4:
P4: min

xmn,t,ck,t

C

s. t.
 

C1:ck,t ∈ {0,1}

　 　 C2:xm
n,t ∈ {0,1}

　
 

　
 

　 C3:0 ≤ pm
n,t ≤ pm. max

n

　
 

C4:∑
k∈Kc

t

bk ≤ D

(16)

3　 计算卸载、资源分配和缓存决策联合优化

算法

　 　 基于所述优化问题,为了求解最优的计算卸载、
资源分配和缓存更新方案,本节将优化问题分为 3
个子问题进行求解。 首先, 利用

 

D3QN ( Double
 

Dueling
 

Deep
 

Q -Network) 求解离散计算卸载决策

xn,t, 采用保序量化(Order-Preserving
 

,
 

OP)算法对

生成的卸载决策结果进行量化处理,得到多组可行

解;接着,将可行解根据卸载决策分别代入到 P2 和

P3 问题中,采用遗传算法( Genetic
 

Algorithm,
 

GA)
求解系统的最优本地计算资源 fm,l

n,t , 利用 KKT 求解

最优边缘计算资源分配 fmn,t, 进一步求出开销和奖

励;然后基于任务请求概率求解 P4 中的缓存决策

ck,t, 更新 MEC 服务器缓存空间;最后,经过交替迭

代运行,积累经验池并从经验中学习,优化 D3QN,
得到近似最优的决策和系统长期平均开销。 接下

来,将对问题的详细求解过程进行介绍。
3. 1　 卸载决策求解

由于基于深度强化学习 ( Deep
 

Reinforcement
 

Learning,
 

DRL) 的 D3QN 算法在处理高维状态空

间、离散动作空间和非线性关系方面具有优势,本小

节将采用 D3QN,为所有用户设备制定最优的二进

制卸载决策 xm
n,t。

首先定义深度强化学习求解问题关键要素:
(1)状态(State):在 t 时刻,系统的状态包括所

有用户设备请求任务的数据量 bt、 计算量 dt、 信道

状态 ht、 用户位置 lt、 用户移动性 pmove
t 、 MEC 服务
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器可用计算资源 Ft 以及任务缓存情况 ck,t -1, 因此

定义状态空间 st 为:
st = bt,dt,ht,lt,pmove

t ,Ft,ck,t -1{ } (17)
　 　 其 中, bt 􀰛 [bk1,t

,…,bkN,t
] T;

 

dt 􀰛

[dk1,t
,…,dkN,t

] T;
 

ht 􀰛 [h1,t,…,hN,t] T;
 

lt 􀰛

[ l1,t,…,lN,t] T,ln,t ∈ M 表示用户 n 所在的小区索

引; pmove
t 􀰛 [pmove

1,t ,…,pmove
N,t ] T; Ft 􀰛 [F1

t ,…,FM
t ] T;

ck,t -1 􀰛[c1,t -1,…,cK,t -1] T。
(2)动作( Action):在 t 时刻,系统的动作包括

所有用户设备的请求任务的离散卸载决策 xt, 因此

定义动作空间 at 为:
at =xt (18)

　 　 其中, xt 􀰛[x1,t,…,xN,t] T。
(3)奖励( Reward):定义系统在 t 时刻的奖励

函数 rt 为:
rt = α(C local - C t) / C local (19)

　 　 其中, C local 表示系统内所有用户在本地计算任

务的总开销, α 表示奖励调整系数。
接着,采用 D3QN 进行卸载决策求解。 D3QN

是一种结合了 Double
 

DQN 和 Dueling
 

DQN 的深度

Q 学习算法,主要用于求解离散动作。 通过使用 2
个深度神经网络(Deep

 

Neural
 

Networks,
 

DNN)和拆

分 Q 值函数为状态值函数和优势值函数,从而减轻

过估计的问题和冗余计算,提高学习效果和稳定

性[17-18] 。
D3QN 根据 ε - greedy 策略选择一个动作 xt,即

以 1 - ε 的概率选择当前最优动作xt = argmaxxt
Q( s,

a;θ),以 ε 的概率随机选择动作。 D3QN 优化动作

主要涉及目标函数计算和网络参数的更新,D3QN
的目标函数如下:
yi = ri + γ(1 - donei)Q( s′i,

 

arg
 

max
a

Q( s′i,a;θ);θ - )

(20)
　 　 其中, ri 和 s′i 分别表示第 i 个样本的奖励和下

一个状态; γ 表示折扣因子; donei 表示第 i 个样本

是否达到终止状态; θ 为评估网络的参数; θ - 为目

标网络的参数。 评估网络表示为:
　 　 Q( s,a;θ) = V( s;θ V) + A( s,a;θ A) -

mean
a

(A( s,a;θ A)) (21)

　 　 其中, V( s;θ V) 为状态值网络, A( s,a;θ A) 表示

优势值网络。
在更新网络参数时,D3QN 算法采用最小化损

失函数:

L(θ) = 1
N∑

N

i = 1
(yi - Q( si,ai;θ)) 2 (22)

　 　 其中, N 表示批次大小, si 和 ai 分别表示第 i 个
样本的状态和动作。

由于动作 xt 是所有用户设备的卸载决策,每个

卸载决策有 0 或 1 两种可能,所以 xt 有 2N 种可能的

取值,DNN 会根据系统状态 st 和动作 xt 输出 2N 个 Q
值,然后选择使 Q 值最大的 x∗

t 。 随着 N 的增大,这
种复杂度是呈指数增加的,不利于模型的探索和收

敛,同时对计算机的内存容量要求极高。 根据文献

[10],可以通过 DNN 先输出一个松弛的卸载动作

xt, 然后通过 OP 方法将其量化为 V 个二进制卸载

动作,这里 V 是 [1,N + 1] 内的任意整数,基于奖励

值选择一个最佳动作 x∗
v 。

OP 方法的基本思想是在量化过程中保持有序,
即对任意量化动作 xv, 如果 xi,t ≥ x j,t, 那么应保持

xi,v ≥ x j,
 

v, 其中 i,
 

j ∈ N。 具体方法为:
(1)首先 DNN 经过最后一层 Sigmoid 激活后输

出 N 个[0,
 

1]之间的小数,组成松弛动作 xt, 其中

xt = {xi,t | xi,t ∈ [0,1],i ∈ N}。
(2) 定义量化函数 f( xt):

 

f( xt) = { xv | xv ∈
{0,1} N,v = 1,2,…,V}。

(3)第 1 个二进制卸载决策可以表示为:

xi,1 =
1, xi,t > 0. 5
0, xi,t ≤ 0. 5{ (23)

　 　 (4)根据 xt 中的元素到 0. 5 的距离,将其进行

排序,表示为 x(1),t - 0. 5 ≤ x(2),t - 0. 5 ≤ … ≤
x(N),t - 0. 5 , 其中 x( i),t 表示该元素在 xt 的第 i个

排序。
(5)基于 x(v-1),t 求剩余 V - 1 个量化动作xv:

xi,v =

1,　 xi,t > x(v-1),t

1,　 xi,t = x(v-1),t ∧ x(v-1),t ≤ 0. 5
0,　 xi,t = x(v-1),t ∧ x(v-1),t > 0. 5
0,　 xi,t < x(v-1),t

ì

î

í

ï
ïï

ï
ïï

(24)

　 　 其中, v = 2,…,V。
通过 OP 获得量化动作后,将动作根据卸载决

策分别代入到 P2 和 P3 中求解本地计算资源和边缘

计算资源分配,进一步计算当前时刻系统开销和奖

励,然后根据当前时刻用户请求任务情况更新缓存

空间和状态空间,最后将当前状态、动作、奖励、新状

态存入经验池,经过交替迭代运行,积累经验池并从

经验中学习,优化 DNN,得到近似最优的决策和系

统长期平均开销。
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3. 2　 本地计算资源分配求解

GA 是一种基于生物学遗传进化理论的优化算

法。 模拟了生物进化的过程,通过对问题解空间中

的个体进行交叉、变异和选择等操作,来逐步寻找最

优解,全局优化能力强[19] 。 本小节将采用 GA 求解

P2, 通过最小化本地开销 Clocal 为所有选择本地计算

的用户设备制定最优的本地计算资源分配决策 fm,l
n,t 。

将 fm,l
n,t 表示为 fm,l

n,t = ym
n fmax

l , 其中 ym
n ∈ [0,1] 表

示本地资源分配比例。 将 ym
n,i 设置为 GA 中的一个

个体, Y 个个体作为一个种群。 为了评估每个个体

的适应程度,即本地资源分配比例 ym
n,i 对本地开销

C local 的影响,将适应度函数定义为:
Fitness(ymn,i) = - (Clocal(ymn,i) -max

j
Clocal(ymn,

 

j)) +10-3

(25)
　 　 其中, i = 1,…,Y,

 

j 表示使 C local 最大的个体索

引。 这样每个个体的适应度区间为[min
 

C local,
 

max
 

CLocal] 加一个很小的正数。 GA 的主要求解步骤如

下所示。
(1)初始化种群:随机生成符合个体区间的 Y

个个体作为一个种群。
(2)评价个体适应度:通过上述定义的适应度

函数评价每个个体的适应度。
(3)选择个体:根据个体适应度值,选择一部分

优秀个体作为父代,用于生成下一代个体。
(4)交叉操作:对父代进行随机配对,通过交换

基因生成新的子代个体。
(5)变异操作:对新生成的子代个体进行随机

变异,引入新的基因信息,增加搜索空间的多样性。
(6)终止条件:根据预设的终止条件,判断是否

达到最优解或搜索时间上限,若满足条件,则输出搜

索结果,否则返回步骤(3)。
通过 GA 获得最优本地计算资源决策后,计算

这种情况下的本地开销,用于后续进一步计算系统

总开销和奖励值。
3. 3　 边缘计算资源分配求解

Karush-Kuhn-Tucker(KKT)条件是解决最优化

问题时常用的一种方法,是非线性规划最佳解的必

要条件[20] 。 本小节将利用 KKT 条件求解 P3, 通过

最小化小区内所有用户设备的边缘计算时延

∑
n∈Nm

t

Tm,e
n,t 为所有选择边缘计算的用户设备统筹制定

最优的边缘计算资源分配决策 fmn,t。
将 fmn,t 表示为 fmn,t = ym

n,tFm
t , 其中 ym

n,t ∈ [0,1] 表

示边缘资源分配比例,因此 P3 可以重新表述为:

min
ymn,t

∑
n∈Nm

t

Tm,e
n,t

s. t.
 

C1:∑
n∈Nm

t

ym
n,t ≤ 1

  

C2:ym
n,t ≥ 0 (26)

　 　 其中, Tm,e
n,t =

xm
n,tdkmn,t

ym
n,tFm

t

。

因为在任意时刻,各个小区边缘计算资源分配

是独立的,为了表达的简洁, 本部分剩余内容省略

部分变量的上标 m 和下标 t。 将上式的优化目标函

数等价表示为:
   

f(y1,y2,…,yNm) =
x1dk1

y1F
+
x2dk2

y2F
+. . . +

xNmdk
Nm

yNmF

(27)

　 　 容易证明
∂2 f
∂y2

i

≥ 0,i = 1,2,…,Nm,所以式(27)

是一个凸函数,P3 是一个凸优化问题, 因此 KKT 条

件是该优化问题的充要条件。 其拉格朗日函数为:

L(Y,λ,ζ) = ∑
n∈Nm

Te
n + λ(∑

n∈Nm
yn - 1) - ∑

n∈Nm
ζnyn (28)

　 　 其中, λ 和 ζ 都是拉格朗日乘子。 其 KKT 条件

为:

(1)稳定性条件: ∂L(Y,λ,ζ)
∂yn

= -
xndkn

y2
nF

+ λ -

ζ n = 0

(2)原始可行性条件: ∑
n∈Nm

yn - 1 ≤ 0,yn ≥ 0

(3)对偶可行性条件: λ ≥ 0,ζ n ≥ 0

(4)互补松弛条件: λ( ∑
n∈Nm

yn - 1) = 0,ζ nyn = 0

通过求解,可得最优边缘资源分配比例 y∗
n :

y∗
n =

xndkn

∑
i∈Nm

xidki

(29)

　 　 将其代入到式(26)中即可得到小区内所有用

户的最小边缘计算时延,进一步计算系统总开销和

奖励值。
3. 4　 动态缓存决策求解

为了提高数据访问速度、减少传输延迟、降低能

耗和网络带宽消耗,本节提出了基于任务请求概率

的缓存决策策略,具体步骤包括:
 

(1)统计任务请求的概率:记录当前时刻每个

任务被请求的次数,结合历史数据重新计算每个任
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务的请求概率。
(2)选择缓存数据:根据任务请求概率,选择请

求概率较高的数据存储在缓存中,这些数据通常是

频繁访问的数据,例如热点数据、常用数据等。
(3)动态更新缓存空间:当缓存空间满时,根据

任务请求概率,淘汰请求概率较低的数据,释放缓存

空间,为请求概率较高的数据腾出空间,保持缓存空

间的有效利用。
得到缓存决策 ck,t 后,将其作为 D3QN 的下一状

态空间 st +1 的一项,并存入经验池中,用于 D3QN 网络

参数的更新,影响卸载决策和资源分配决策的制定。
综上所述,本文所设计的一种计算卸载、资源分

配和缓存决策联合优化算法( D3QN
 

with
 

OP,
 

GA
 

and
 

KKT,QOGKNet)的完整流程描述如下。
算法 1　 基于 QOGKNet 的计算卸载、资源分配

和缓存更新算法

1. 初始化评估网络以及目标网络

2. 初始化经验回放缓冲区

3. 设置超参数,包括批次大小、学习率、折扣因

子、 ε - greedy 策略等

4. 　 for
 

episode
 

=
 

1
 

to
 

max_episode
 

do
5.

 

　
 

初始化状态 s,score = 0,系统长期平均开

销 C = 0
6.

 

　
 

for
 

t = 1
 

to
 

T
 

do
7. 　 　 　 　

 

根据 ε - greedy 策略选择一个松弛

卸载动作 xt

8. 　 　 　 　
 

根据式(23)和式(24)将 xt 量化为

V 个二进制卸载动作 xv

9. 　 　 　 　
 

将所有卸载动作代入到环境,通过

遗传算法求解 fm,l
n,t , 基于式(29)求解 fmn,t

10. 　 　 　 　 通过式(11)和式(19)计算每个动

作对应的系统开销 Cv 和奖励 rv
11. 　 　 　 　 取奖励最大的 rv 作为 rt, 其对应的

xv 作为 xt,Cv 作为系统即时开销 C t

12. 　 　 　 　 系统基于任务请求概率制定缓存

决策 ck,t, 更新缓存空间,更新 st +1

13. 　 　 　 　 更新 score = score + rt , C = C +
C t

14. 　 　 　 　 将 ( st,xt,
 

rt,st +1) 存储到经验回

放缓冲区中

15. 　 　 　 　 从经验回放缓冲区中随机采样一

个批次的数据 (si,xi,
 

ri,si +1)
16. 　 　 　 　 计算目标 Q 值 yi = ri + γ(1 -

donei)Q( s′i,arg
 

max
a

Q( s′i,a;θ);θ - )

17. 　 　 　 　 使用批次数据,通过最小化式

(22)更新评估网络的参数 θ
18. 　 　 　 　 更新目标网络的参数 θ - ← θ
19. 　 　 　 　 将状态 st 更新为下一个状态 st +1

20.
 

　 end
 

for
21.

 

　 C
 

=
 

C
 

/
 

T
22.

 

end
 

for

4　 仿真与分析

为了验证所提出的算法的有效性和性能,本节

在多个场景下进行了仿真实验。 本节将展示实验的

设置和结果分析。
4. 1　 实验设置

本实验基于 Python
 

3. 8 编程语言和 Tensorflow
 

2. 4
 

+
 

Keras 深度强化学习框架实现,使用 GeForce
 

RTX
 

3060
 

GPU,使用 Pycharm 作为 IDE。
设置实验仿真关键参数:用户数 N = 12,MEC

服务器数 M = 2,时隙数 T = 10,任务数 K = 50,任务

数据量bk 的范围是[0. 3,
 

0. 5]
 

Mbit,计算任务所需

的 CPU 循环数 dk 的范围是[900,
 

1
 

100]
 

MCycles,
MEC 服务器缓存空间大小 D = 3

 

Mbit,信道带宽 B =
1

 

Mhz,信道增益 hm
n 的范围是[0. 1,

 

0. 9],噪声功率

σ 2 为 10-9
 

W, 用户设备计算能力 fmax
l 的范围是

[800,
 

900]
 

MHz,发射功率 pmn 的范围是[8,
 

12]
 

W,
平均驻留时间 β 是服从均值为 0. 4,方差为 1. 2 的

高斯分布;MEC 服务器可用计算资源 Fm 的范围是

[2
 

800,
 

3
 

200]
 

MHz,每单位数据量任务的迁移开

销 γ 为 0. 6。 时延系数 μ 1 = 0. 8, 能耗系数 μ 2 =0. 2,
迁移开销系数 μ 3 = 0. 1, 可以根据任务的不同需求

动态调整系数的大小。
设置智能体的网络结构和参数:评估网络和目

标网络采用相同的网络结构,中间包含 2 个 dense
层,通过 Relu 激活函数激活,通过状态值和优势值

计算 Q 值后,使用 Sigmoid 激活输出。 2 个 dense 层

的神经元个数设置为 256 和 128。 设置回合数为

500,网络的学习率为
 

0. 005,折扣因子为 0. 9,贪心

策略为 1. 0,衰减率 0. 001、最终 0. 01,目标网络更新

速度为 200,经验池大小为 2
 

000,抽取样本量为 64,
奖励调整系数 α 为 5,量化动作数 V = N。
4. 2　 结果分析

首先,为了验证所提出的 QOGKNet 的训练效

果,本节选取了 D3QN 和 DQN 两种基线算法进行对

比,并根据其在一定数量的训练周期内的平均累积

奖励对 3 种算法进行了评估。 训练过程如图 2 和图
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3 所示,其中图 2 是每个回合的奖励曲线,图 3 是最

新 100 个回合的平均奖励曲线。
　 　 仿真结果表明,QOGKNet 相比 D3QN 和 DQN,
能够获得更高的平均奖励值,并且收敛速度更快,奖
励曲线波动更小,说明 QOGKNet 在解决边缘计算卸

载和资源分配问题上具有更优越的性能和效率。 这

是因为 QOGKNet 综合运用了多种优化方法,包括

D3QN 优化离散卸载决策和 GA、KKT 优化连续的资

源分配决策,适合优化混合决策变量。 而 D3QN 和

DQN 更适合优化离散决策变量,难以优化连续决策

变量,导致最后输出的奖励波动较大。

QOGKNet
D3QN
DQN

120

100

80

60

40

20

0 200 400 600 800 1000
回合数

平
均

奖
励

图 2　 QOGKNet、D3QN 和 DQN 的回合奖励曲线

Fig.
 

2　 Episode
 

reward
 

curves
 

for
 

QOGKNet,
 

D3QN
 

and
 

DQN
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图 3　 QOGKNet、D3QN 和 DQN 的平均奖励曲线

Fig.
 

3　 Average
 

reward
 

curves
 

for
 

QOGKNet,
 

D3QN
 

and
 

DQN

　 　 接着,在保持其他参数为 4. 1 节中的默认参数

的情况下,分别研究了不同用户数、不同边缘计算资

源对于系统长期平均开销的影响。 除了 D3QN 和

DQN 两种基线算法外,本节进一步增加 2 种情况作

为比较:
(1)全本地( All-Local):所有移动用户设备以

最大的计算能力自行计算请求的计算数据,而无需

将任何任务数据卸载到 MEC 服务器。
(2)全边缘( All -MEC):所有移动用户设备请

求的任务数据完全由 MEC 服务器进行任务的协助

计算。
 

系统开销和用户数的关系如图 4 所示,随着系统

内用户数的增加,所有情况下的系统长期平均开销都

在增加。 在该系统环境下,全边缘的决策只有在用户

数较少时是近似最优的,但深度强化学习算法可以更

优化地卸载任务,降低开销。 QOGKNet 算法在不同

用户数量下都具有明显优势,且优势随着用户数量的

增加而扩大,而 D3QN 和 DQN 效果相近。
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图 4　 系统开销和用户数的关系

Fig.
 

4　 Relationship
 

between
 

system
 

cost
 

and
 

number
 

of
 

users

　 　 系统开销和 MEC 计算资源的关系如图 5 所示。
由图 5 可知,随着 MEC 服务器计算资源的增加,除了

全本地情况外,其余 4 种情况的系统长期平均开销不

断减少。 在 MEC 服务器计算资源小于 3
 

500
 

MHz
时,3 种深度强化学习算法都能学习到比全边缘更优

的卸载决策,其中 QOGKNet 效果最好。 随着 MEC 服

务器计算资源的增加,D3QN 和 DQN 的效果受限,而
QOGKNet 通过多种优化方法表现最优。
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图 5　 系统开销和 MEC 计算资源的关系

Fig.
 

5 　 Relationship
 

between
 

system
 

cost
 

and
 

MEC
 

computing
 

resources

　 　 图 6 展示了全边缘、D3QN、DQN、QOGKNet 四

种情况下缓存大小和系统长期平均开销的关系。 结

果表明,4 种情况下的系统长期平均开销随着缓存
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空间的增加而降低,当缓存空间从 1
 

Mbit 增加到

2
 

Mbit 时,下降幅度明显。 QOGKNet 方案的性能最

好,全边缘方案最差,D3QN 和 DQN 居中,但 D3QN
略优。 这是因为小缓存空间中任务的平均请求概率

高,用户更容易命中具有较高请求概率的任务,从而

减少上传任务数据的时延和能耗开销。
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图 6　 系统开销和缓存大小的关系

Fig.
  

6 　 Relationship
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system
 

cost
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cache
 

size
 

for
 

full
 

offloading

5　 结束语

本文研究了多 MEC 服务器多移动用户缓存辅

助场景下的系统长期平均开销优化问题,并提出了

一种计算卸载、资源分配和缓存决策联合优化算法。
该算法通过 OP 输出量化 D3QN 输出动作,利用 GA
和 KKT 分别优化本地和边缘计算资源分配,基于任

务请求概率分布更新 MEC 服务器缓存空间,并通过

D3QN 网络的学习优化得到近似最优的决策和系统

长期平均开销。 仿真结果表明,该算法具有更好的

稳定性、更快的收敛速度,并且在不同用户数、MEC
服务器计算资源量情况下,在降低系统长期平均开

销方面具有更好的效果。 此外,基于任务请求概率

的缓存机制的引入可以进一步降低系统开销,提高

系统性能。 下一步的研究将考虑在实际网络中,链
路带宽和延迟可能受到网络拥塞、信号干扰、设备故

障等多种因素的影响,并采取措施进一步完善。
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