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摘　 要:
 

针对噪声增强卷积神经网络缺少考虑噪声类型对模型性能影响的问题,提出了一种改进的噪声增强卷积神经网络算

法,使用整流线性函数作为激活函数,向输出神经元分别加入均匀噪声、高斯噪声和拉普拉斯噪声,对比研究了不同噪声类型

下卷积神经网络中存在的噪声增益。 MNIST 数据集上的仿真实验结果表明,改进的噪声增强卷积神经网络具有更高的分类

准确率,同时发现拉普拉斯噪声为模型的最优噪声类型。
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Abstract:
 

Aiming
 

at
 

the
 

problem
 

that
 

noise-enhanced
 

convolutional
 

neural
 

networks
 

do
 

not
 

consider
 

the
 

influence
 

of
 

noise
 

types
 

on
 

model
 

performance,
 

an
 

improved
 

noise- enhancing
 

convolutional
 

neural
 

network
 

algorithm
 

is
 

proposed,
 

which
 

uses
 

the
 

rectified
 

linear
 

function
 

as
 

the
 

activation
 

function
 

to
 

add
 

uniform
 

noise,
 

Gaussian
 

noise
 

and
 

Laplace
 

noise
 

to
 

the
 

output
 

neurons,
 

and
 

compares
 

and
 

studies
 

the
 

noise
 

gain
 

existing
 

in
 

convolutional
 

neural
 

networks
 

under
 

different
 

noise
 

types.
 

The
 

simulation
 

results
 

on
 

the
 

MNIST
 

dataset
 

show
 

that
 

the
 

improved
 

noise-enhancing
 

convolutional
 

neural
 

network
 

has
 

higher
 

classification
 

accuracy,
 

and
 

it
 

is
 

demonstrated
 

that
 

Laplace
 

noise
 

is
 

the
 

optimal
 

noise
 

type
 

of
 

the
 

model.
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0　 引　 言

卷积神经网络是一类包含卷积运算的神经网络

模型,是深度学习的代表性算法[1] 。 在处理图像数

据方面,卷积神经网络作为深度学习的一个重要分

支,在图像分类[2] 等领域得到了广泛的应用。 早期

的卷积神经网络是 LeCun 等学者[3] 在 1998 年提出

的 LeNet-5 模型,但模型存在过拟合的问题。 2017
年,Krizhevsky 等学者[4] 提出了 AlexNet, 首次在

CNN 中使用了 dropout 等方法,减少了模型的过拟

合问题。 此后,不断有新的卷积神经网络相继问世,
如 VGG、GoogLeNet、ResNet 等,主要在模型的深度

方面进行改良,但模型复杂度的提升也带来训练效

率降低的缺点。
随着随机共振理论的发展,卷积神经网络的优

化研究出现了新的方向。 1981 年,Benzi 等学者[5]

在解释地球冰川期气候与暖期气候交替出现的现象

时首次提出随机共振( Stochastic
 

Resonance,SR) 的

概念,揭示了在一些非线性系统中可能存在噪声增

益。 2000 年, Stocks[6] 提 出 了 阈 上 随 机 共 振

(Suprathreshold
 

Stochastic
 

Resonance,SSR) 的概念,
将随机共振理论拓展到阈上信号的范畴。 此后随机

共振理论也广泛应用于深度学习等领域。 2014 年,
Mitaim 等学者[7] 发现多种类型的噪声均可以改善

无记忆阈值神经元处理信号的方式。 Osoba 等学

者[8]提出了期望最大化( Expectation-Maximization,
EM)算法的噪声增益理论,并通过高斯混合模型的

实验结果证明了加入合适噪声可以提高 EM 算法的

收敛速度。 2013 年,Audhkhasi 等学者[9] 进一步证

明了反向传播( Back
 

Propagation,
 

BP) 算法是广义



EM 算法的一种特例,提出了 BP 算法存在噪声增益

的充分条件,为研究神经网络中的噪声增益提供了

理论基础。 在此基础上,Kosko 等学者[10] 则深入探

讨研究了卷积神经网络中的噪声增益并提出了噪声

增强卷积神经网络(Noise-enhanced
 

CNN,NCNN)算
法,通过加入均匀噪声提高了 CNN 模型的分类预测

效果,但未考虑不同噪声类型对模型性能的影响。
针对以上问题,本文根据随机共振理论提出了

一种改进的 NCNN 算法,使用整流线性函数作为激

活函数,使用小批量随机梯度下降算法更新参数,在
反向传播过程中向输出神经元分别加入均匀噪声、
高斯噪声和拉普拉斯噪声,对比研究了不同噪声类

型下卷积神经网络中存在的噪声增益。 MNIST 数

据集上的仿真实验结果表明,与无噪声 CNN 相比,
NCNN 模型的平均训练集交叉熵有明显降低,模型

的分类准确率有显著提高,且使用拉普拉斯噪声的

模型分类性能优于其他模型。

1　 算法设计

1. 1　 卷积神经网络结构

卷积神经网络主要由卷积层、池化层、全连接

层、激活函数和输出层构成,如图 1 所示。

Convolution Convolution Max-pool Fullconnection

图 1　 卷积神经网络结构

Fig.
 

1　 Structure
 

diagram
 

of
 

convolutional
 

neural
 

network

　 　 在卷积层中若输入数据 X 大小为 WX,K 个卷积

核 Fk 大小为 LF,步长为 S,无填充,则输入 X 与卷积

核 Fk 的卷积运算结果如下:
Ck = X·Fk + B (1)

　 　 其中, Ck 中第 i 行第 j 列对应的元素可以表示为:

Ck( i,
 

j) = ∑
LF

a = 1
∑
LF

b = 1
X(a - i,b - j)Fk(a,b) +

B( i,
 

j) (2)
　 　 其中, B 表示对应的偏置,卷积层输出 Ck 的大

小为 1 + (WX - LF) / S。
卷积运算得到的图像特征输出是线性的,但实

际应用中的样本通常呈非线性,因此需要引入非线

性函数来激活卷积层的输出[11] 。 激活函数使得每

个像素点的输出可以映射为激活函数值,更好地反

映实际样本特征。
池化层的主要功能是进行下采样,对特征图做

稀疏处理,从而达到降维的目的,在池化层中参数是

固定的,无需训练[12] 。 常用的池化计算有最大池化

方法,即对每个卷积核区域的值取最大值。
全连接层将经过卷积和池化运算之后得到的特

征进行重新组合,数据在全连接层中会展开为特征

向量。 全连接层的计算结果如下:
FC = Wf·C + bf (3)

　 　 其中, Wf 表示全连接层权重系数矩阵;C 表示

池化层的输出;bf 为对应偏置。
 

最后由输出层给出模型的分类预测结果,对于

图像 分 类 问 题, 输 出 层 可 以 使 用 归 一 化 指 数

(Softmax)函数来输出分类标签。
当 Softmax 函数用于分类时,将卷积神经网络

多次迭代后得到的输出结果映射到(0,1)区间,且
输出层的各分量之和为 1,可以看作是输入对应某

一种类标签的概率[13] 。 输出层的计算结果如下:

Ok =
exp(FC·Uk)

∑
K

i = 1
exp(FC·Uk)

(4)

　 　 其中, Ok 表示第 k 个神经元的输出;FC 表示全

连接层的输出;Uk 表示第 k 个神经元的权重矩阵;K
表示神经元的总数。
1. 2　 常见的噪声类型

随机共振理论常用的噪声类型有均匀噪声、高
斯噪声和拉普拉斯噪声等。 其中对于均匀分布[14]

的噪声,若其均值为 0,方差为 σ n, 则均匀噪声的概

率密度函数表达式如下:

fn(x) =
1

12σn

,
 

　 - 3σn < x < 3σn

0,　
 

　 　 　 else

ì

î

í

ï
ï

ïï

(5)

　 　 高斯噪声的分布是一种关于均值对称的概率分

布[15] ,若噪声服从均值为 0,标准差为 σn 的高斯分

布,该噪声对应的概率密度函数可由下式运算求出:

fn(x) = 1
2πσn

exp( - x2

2σ2
n

), - � < x < � (6)

　 　 拉普拉斯噪声的分布也是一种关于均值对称的

概率分布。 与正态分布相比,拉普拉斯分布的尾端

更加平坦,因此拉普拉斯分布出现极端值的概率会

大于正态分布[16] 。 若噪声服从均值为 0,标准差为

σ n 的拉普拉斯分布,该噪声对应的概率密度函数的

数学定义公式具体如下:

　 fn(x) = 1
2σ n

exp( - 2 | x |
σ n

), - � < x < � (7)
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1. 3　 改进的噪声增强卷积神经网络

在 EM 算法训练过程中加入合适的加性噪声可

以提高算法的平均收敛速度[8] ,可以证明如下公式

是加性噪声在 EM 算法中产生噪声增益的一般充分

条件:

ΕY,H,N| θ∗ [ln(
f(Y + N,H | θk)
f(Y,H | θk)

)] ≥ 0 (8)

　 　 其中, Y 表示观测变量;
 

f 表示 Y 的概率密度函

数;N 表示加性噪声变量;H 表示模型的隐变量;θ∗

表示参数极限。 在反向传播过程中,式(8) 的一般

充分条件可以转化为 N·log(O) ≥ 0[9] 。
研究可知,在卷积神经网络中通常使用交叉

熵[17]作为损失函数。 设 t 表示输入图像的序号,取值

范围在1到T之间;y表示输入图像X的目标标签的独

热编码向量,即当 k 为正确的类时,yk = 1,其他 k - 1
个分量为0。 则反向传播算法计算输出神经元的激活

向量与对应标签向量 y 之间的交叉熵可以表示为:

E(Θ) = - ∑
K

k = 1
yk ln(Ot

k) (9)

　 　 其中, Θ 表示卷积神经网络的参数, Ot 表示对

应的输出向量。
根据交叉熵的公式,可以使用梯度下降方法迭

代计算参数 Θ 的极大似然估计 Θ∗, 迭代公式为:
Θ(n+1) = Θ(n) - η �ΘE(Θ) | Θ = Θ(n) (10)

　 　 其中, η 表示预设的学习率,这里为取值较小的

正数;
 

Θ(n) 表示参数 Θ 在第 n 次迭代时的估计值;
�ΘE(Θ) | Θ =Θ(n) 表示损失函数关于参数 Θ(n) 的梯

度。
假设模型中 K 个输出神经元相互独立,此时输

出的激活向量服从伯努利分布,可得到对应的似然

函数:

p(y | x,Θ) = ∏
K

k = 1
p(yk | x,Θ) (11)

　 　 若 k 为输入图像的正确标签分类则 yk = 1,
 

否

则 yk = 0, 式(11)中的第 k 个因子 p(yk | x,Θ) 可以

表示为 (Ot
k)

yk,
 

此时神经网络的对数似然函数

L(Θ) 可以表示为交叉熵的函数:
   

L(Θ) = ln
 

p(y | x,Θ) = ln∏
K

k = 1
p(yk | x,Θ) =

　 　 　 ln∏
K

k = 1
(Ot

k)
yk = ∑

K

k = 1
yk ln(Ot

k) = - E(Θ) (12)

因此求解使交叉熵损失函数最小的参数 Θ∗ 等

价于求解使对数似然函数最大的参数 Θ∗。
根据上述假设,求解使交叉熵损失函数最小的

参数等价于求解使对数似然函数最大的参数,使用

反向传播算法迭代求解损失函数的极小值在本质上

与 EM 算法迭代求解对数似然函数最大值的原理相

同,从而可以通过加入噪声来优化 CNN 训练过程。
噪声增益的产生需要输出向量 O 服从伯努利分布,
由此本文提出了一种改进的噪声增强卷积神经网络

算法:对卷积神经网络的输出层进行改进,在反向传

播计算交叉熵时生成随机的噪声向量 N,若噪声向

量 N 满足 N·log(O) ≥ 0, 则在输出神经元中加入

噪声,并使用更新后的标签向量计算交叉熵,然后使

用小批量梯度下降算法结合式(10)更新模型参数

直到收敛。 改进的算法流程如图 2 所示。

模型初始化
并输入数据

计算各隐藏层
的输出

计算Softmax层
的输出向量O

计算输出向量
O与标签向量

y的误差

误差是否
达到阈值

训练结束，确
定模型参数

计算网络层各
神经元的误差

后向传播算法
计算梯度

更新模型
各层参数 生成噪声向量

N

N-log(O)≥0
是 否

更新标签向量:
y=y+N

标签向量
不变

否

是

图 2　 改进的算法流程

Fig.
 

2　 Flowchart
 

of
 

the
 

improved
 

algorithm

2　 实验仿真及结果分析

实验使用 CNN 与加入噪声的 NCNN 两种卷积

神经网络进行对比来研究卷积神经网络训练过程中

的随机共振现象,2 种神经网络均使用相同的网络

结构。 实验模型包括 2 个卷积层,1 个池化层和 1
个全连接层,在卷积层中使用了 8 个 5 × 5 的卷积

核,步长为 1,2 次卷积均不使用 padding,池化层中

使用步长为 2 的 2×2 卷积核,使用 ReLU 函数作为

激活函数。 ReLU 函数在 x > 0 时、梯度为 1, 在 x <
0

 

时、 梯度为 0,因此可以避免 Sigmoid 函数存在的

梯度消失问题[18] 。
本实验在 MNIST 数据集中分别随机选择 500

个图片作为训练集和测试集,在反向传播更新参数
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的过程中,采用小批量梯度下降法将全部样本随机

分为 25 组,在每次迭代更新模型参数时只使用一组

样本来进行计算,因此模型训练一轮 epoch 需要迭代

20 次;随机生成的噪声为加性噪声,且满足均值为 0,方
差为 Nc / d ,其中 Nc 为噪声强度,d 为迭代次数。

 

2. 1　 实验数据

MNIST 数据集中的每张图片分别显示 0 ~ 9 中的

某一个数字,同时标签集包含了 0,1,2,3,4,5,6,7,8,
9 总共 10 种数字分类。 该数据集由美国国家标准与

技术研究所(NIST)制作,数据集中的样本均为 28×28
像素的灰度图像。 为了提高模型的分类性能与收敛

速度,在训练前对数据集中的图片像素值做标准化处

理。 MNIST 数据集部分样本如图 3 所示。

图 3　 MNIST 数据集部分样本

Fig.
 

3　 Partial
 

samples
 

of
 

the
 

MNIST
 

dataset

2. 2　 不同噪声类型的交叉熵分析

图 4 分别为不同噪声类型下的训练集交叉熵曲

线。 由图 4 可以看到,无噪声模型的训练集交叉熵

收敛速度较慢,而使用均匀噪声、高斯噪声和拉普拉

斯噪声的模型收敛速度更快,说明在迭代次数相同

的情况下 NCNN 模型与无噪声模型相比具有更低

的训练集交叉熵。 在前 10 次迭代中,使用均匀噪声

的模型交叉熵平均降低了 16. 3%;使用高斯噪声的

模型交叉熵平均降低了 15. 3%;使用拉普拉斯噪声

的模型交叉熵平均降低了 18. 2%。 因此在 3 种噪声

中拉普拉斯噪声因为其厚尾分布的特性具有最优的

分类效果。
2. 3　 不同噪声类型的分类准确率分析

图 5 分别为不同噪声类型下的训练集分类准确

率曲线。 由图 5 可以看到,无噪声模型的分类准确率

较低,而加入噪声的模型分类准确率更高,说明在迭

代次数相同的情况下 NCNN 模型与无噪声模型相比

具有更高的训练集分类准确率,对图像有更好的分类

性能。 在前 10 次迭代中,使用均匀噪声的模型分类

准确率平均提高了 3. 1%;使用高斯噪声的模型分类

准确率平均提高了 2. 9%;使用拉普拉斯噪声的模型

分类准确率平均提高了 3. 2%。 在 3 种噪声中,使用

拉普拉斯噪声的模型具有最优的分类预测效果,因此

在本文实验条件下拉普拉斯噪声是最优噪声类型。
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图 4　 不同噪声类型下的训练集交叉熵

Fig.
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　 　 不同类型噪声下的训练集实验结果见表 1。 由

表 1 可知,使用 3 种噪声的 NCNN 模型在迭代 100
次时的交叉熵与分类准确率均明显优于无噪声

CNN,在迭代 300 次时 NCNN 模型在交叉熵与分类

准确率方面与无噪声 CNN 相差不大。 实验结果表

明加入噪声的模型在训练不充分时存在噪声增益,
随着迭代次数增加噪声增益逐渐降低,在模型训练

结束时加入噪声的模型在交叉熵和分类准确率两个

指标上的表现接近于无噪声模型。
表 1　 不同类型噪声的训练集分类准确率

Table
 

1　 Classification
 

accuracy
 

of
 

training
 

set
 

for
 

different
 

types
 

of
 

noise

噪声类型
训练集分类准确率

迭代
 

100 次 迭代 200 次 迭代 300 次

无噪声 0. 886 0. 961 0. 998

均匀 0. 908 0. 966 0. 998

高斯 0. 912 0. 971 0. 998

拉普拉斯 0. 914 0. 972 0. 998

　 　 不同类型噪声下的测试集实验结果见表 2。 由

表 2 可以看到,相比于无噪声 CNN,使用 3 种噪声的

NCNN 模型均得到了更高的测试集分类准确率,证
明使用噪声的 NCNN 模型具有更好的分类效果和

泛化能力。 同时可以发现,拉普拉斯噪声的测试集

分类准确率优于其他噪声。
表 2　 不同类型噪声的测试集分类准确率

Table
 

2 　 Classification
 

accuracy
 

of
 

test
 

set
 

for
 

different
 

types
 

of
 

noise

噪声类型 测试集分类准确率

无噪声 0. 836

均匀 0. 856

高斯 0. 862

拉普拉斯 0. 868

3　 结束语

本文根据随机共振理论提出了一种改进的

NCNN 算法:在输出层中加入满足条件的加性噪声,
使用 ReLU 函数作为激活函数,同时使用小批量随

机梯度下降算法更新模型参数。 通过分别使用均匀

噪声、高斯噪声和拉普拉斯噪声,研究了不同噪声类

型下卷积神经网络中的噪声增益。 最后在 MNIST
数据集上进行仿真实验,验证了加入噪声的 NCNN
算法在训练不充分的情况下可以减少训练集交叉熵

且具有更高的分类准确率,同时发现在本文的实验

条件下,使用拉普拉斯噪声的卷积神经网络模型具

有最优的分类预测效果。
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